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Bevezetés

Identi�káció: a dinamikus rendszerek paramétereinek

és modellstruktúrájának becslése

A dinamikus rendszerek paramétereinek becslése a rendszer- és irányításelmélet egyik
fontos feladatosztálya. Az irányítási feladatok megoldásához, szabályozók és irányítá-
sok tervezéséhez, el®rebecsléshez és diagnosztikához az irányítási cél ismeretén túlme-
n®en ugyanis az irányítandó rendszer dinamikus modelljére is szükség van, amelyet a
gyakorlatban a rendszerr®l rendelkezésre álló el®zetes mérnöki ismeretek, valamint mért
adatok birtokában meg kell határoznunk, azaz identi�kálnunk kell. A modell alakjának,
azaz struktúrájának meghatározása az els® lépés, ezt követi a modell paramétereinek
becslése.

A paraméterbecslési probléma

A dinamikus modellek paramétereinek becslése elvi problémakit¶zése az alábbi szab-
ványos algoritmikus feladat formájában fogalmazható meg.

Modell Paraméter Becslés

Adott:

� Egy parametrizált explicit dinamikus rendszermodell az alábbi formában:

y(M) = M(x; p(M)) (1)

ahol p(M) ∈ Rν az ismeretlen modell paraméterek, x ∈ Rn a független válto-
zók (jelen és múltbeli bemenetek és kimenetek) és y(M) ∈ Rµ a függ® változók
(leggyakrabban a jöv®beli kimenet) vektora. TODO: M micsoda?

� A mért adatok egy rekordja (id®t®l függ® sorozata)

D[0, k] = { (x(i), y(i)) | i = 0, · · · , k } (2)

ahol feltételezzük, hogy az y(i) függ® változó értéke mérési hibával terhelt, míg
az x(i) független változók értékét hiba nélkül beállíthatjuk.

5
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� Egy alkalmas ||.|| jelnorma, amellyel az y(M) modell kimenet és az y mért ki-
menet közötti különbség nagyságát mérjük, hogy megkapjuk a paraméterbecslés
jóságát jellemz® alábbi veszteségfüggvény értékét :

L = ||y − y(M)|| (3)

Feladat:
Számítsuk ki a p(M) ismeretlen modell paraméterek egy p̂(M) becslését úgy, hogy a

||y − y(M)|| → min

veszteségfüggvény minimális legyen.

A dinamikus modellek paramétereinek becslésére bemenet-kimenet modelleket
használunk, mert a rendszer jelei közül csak a bemenetek és a kimenetek mérhet®ek
közvetlenül. Ebb®l a modellosztályból a diszkrét idej¶, id®invariáns, paraméterekben
lineáris eset az, amely a paraméterbecslési módszerekkel jól kezelhet®. A tankönyv rö-
viden tárgyalja a módszerek kiterjesztésének kérdéseit és problémáit paraméterekben
nemlineáris és nem id®invariáns esetre is.

A dinamikus modellek paramétereinek becslése matematikai szempontból egy olyan
paraméterbecslési feladat, amely megfogalmazható optimalizálási feladat formájában
is. Így a dinamikus rendszerek paraméterbecslési módszereinek elsajátításához és si-
keres alkalmazásához több más tudományág, a rendszer- és irányításelméleten kívül a
matematikai statisztikai és az optimumszámítás, valamint a jelfeldolgozás alapfogal-
mainak és alapvet® módszereinek aktív ismeretére van szükség.

A tankönyv részeként külön fejezetben a tárgykörhöz kapcsolódó számítógépes gya-
korlatok anyaga is helyet kapott feladatok, és ezek megoldását a rendszer- és irányítás-
elméletben szabványosnak számító MATLAB nyelv¶ script-ekkel megadó megoldások
formájában.

A tanköny szerkezete

A tankönyv szerkezete jól követhet® a Tartalomjegyzék alapján. A tankönyvben
tárgyalt témakörök két alapvet® részre tagolódnak.

1. Törzsanyag (1. - 4. fejezetek)
A törzsanyag a szükséges alapismeretek összefoglalását, a dinamikus modellek pa-
raméterbecslésének elvét és a predikciós hiba nagyságának minimalizálásán ala-
puló módszereket, a legkisebb négyzetek elvén alapuló módszereket, valamint a
paraméterbecslési módszerek elméleti tulajdonságainak tárgyalását foglalja ma-
gában. Ezen fejezetek szorosan egymásra épülnek, ismeretük nélkül a kés®bbi
fejezetek nem megérthet®ek.

2. Kiegészít® anyag (5. - 9. fejezetek)
A kiegészít® anyag fejezetei az törzsanyag ismeretében önállóan, lényegében tet-
sz®leges sorrendben feldolgozhatóak, egyik-másik speciális módszer elhagyása
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nem befolyásolja lényegesen az egész témakör feletti áttekintést. Ebben a részben
tárgyaljuk a Bayes becsléseket, a segédváltozók módszerét, a nemlineáris rend-
szerek paramétereinek becslését, a dinamikus rendszerek paramétereinek rekur-
zív becslését, valamint a paraméterbecslés gyakorlati kivitelezésével kapcsolatos
adatel®készítést, sz¶rést és kísérlettervezést. Itt kapott helyet a gyakorlat anyaga
és a példatár is.



1. fejezet

Alapismeretek

A szükséges alapismeretek köre felöleli a valószín¶ségszámítás és a matematikai statisz-
tika szükséges alapfogalmait és tételeit a valószín¶ségi változókról, a statisztikai becs-
lésekr®l és hipotézisvizsgálatról, valamint a lineáris regresszióról. Itt kapott helyett
a rendszer- és irányításelméleti modellek közül felhasznált diszkrét idej¶, sztochasz-
tikus, lineáris, állandó paraméter¶ input- output modellekkel kapcsolatos ismeretek
rövid összefoglalása is.

1.1. Valószín¶ségi változók és tulajdonságaik

Egy véletlen kísérlet kimenetelével kapcsolatos mennyiségek jellemzésére valószín¶sé-
gi változókat használunk. Egy ξ valószín¶ségi változó olyan függvény, amely az x ∈ Ω
eseményhez valós számot rendel. A ξ diszkrét valószín¶ségi változó, ha diszkrét ér-
tékeket vehet fel, folytonos valószín¶ségi változó, ha értéke folytonos értékhalmazból
származik.

1.1.1. Skalár érték¶ valószín¶ségi változók

A ξ valószín¶ségi változó skaláris, ha

ξ : ξ(ω), ω ∈ Ω, ξ(ω) ∈ R (1.1)

1.1.1.1. Eloszlásfüggvény

A ξ valószín¶ségi változó Fξ eloszlásfüggvénye a valószín¶ségi változó értékkészletét a
[0, 1] intervallumra képezi le:

Fξ(x) = P (ξ ≤ x) (1.2)

Az Fξ eloszlásfüggvény monoton növekv® és minden pontban balról folytonos, határ-
értéke −∞-ben 0, ∞-ben 1.

8
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1.1.1.2. S¶r¶ségfüggvény

A ξ valószín¶ségi változó valószín¶ség s¶r¶ségfüggvénye

fξ(x) =
dFξ(x)

dx
(1.3)

1.1.1.3. Együttes eloszlás- és s¶r¶ségfüggvény

A ξ és η valószín¶ségi változók együttes eloszlásfüggvénye:

Fξ,η(x, y) = P ((ξ ≤ x) ∩ (η ≤ y)) (1.4)

Ha létezik a derivált, az együttes s¶r¶ségfüggvény:

fξ,η =
∂2

∂x∂y
Fξ,η(x, y) (1.5)

Adott Fξ,η és fξ,η esetén Fξ(x) = Fξ,η(x,∞), és

fξ(x) =

∫ ∞
−∞

fξ,η(x, y)dy (1.6)

1.1.1.4. Feltételes eloszlás- és s¶r¶ségfüggvény

Ha ξ és η diszkrét valószín¶ségi változók: diszkret esetben letezik fξ,η, fη?

fξ|η(xi, yj) = P (ξ = xi|η = yj) =
fξ,η(xi, yj)

fη(yj)
(1.7)

Ha ξ folytonos valószín¶ségi változó, B pedig egy tetsz®leges esemény, akkor

Fξ(x|B) = P (ξ ≤ x|B) =
P ((ξ ≤ x) ∩B)

P (B)
(1.8)

Ha létezik a derivált, a feltételes s¶r¶ségfüggvény:

fξ(x|B) =
dFξ(x|B)

dx
(1.9)

1.1.1.5. Normális eloszlás

A ξ valószín¶ségi változó normális vagy Gauss eloszlású, jelölésben

ξ ∼ N(m,σ2) (1.10)

ha a változó fξ valószín¶ségi s¶r¶ségfüggvénye az alábbi alakú:

fξ(x) =
1√

2σ2π
e−

(x−m)2

2σ2 (1.11)

ahol m a ξ valószín¶ségi változó várható értéke és σ2 a szórásnégyzete. Mind m mind
σ2 valós számok. Az egydimenziós normális eloszlás s¶r¶ségfüggvénye a 1.1. ábrán
látható.
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1.1. ábra. Egydimenziós Gauss eloszlás s¶r¶ségfüggvénye m = 0, σ =? értékek mellett
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1.1.1.6. Várható érték

Az fξ s¶r¶ségfüggvény¶ ξ valószín¶ségi változó várható értékét a

E{ξ} =

∫
xfξ(x)dx . (1.12)

integrál kiszámításával kaphatjuk meg.

1.1.1.7. Kovariancia és variancia

Két skalár érték¶ valószín¶ségi változó ξ és θ kovarianciáját az alábbi egyenlet de�ni-
álja:

COV {ξ, θ} = E{(ξ − E{ξ})(θ − E{θ})} (1.13)

A ξ skalár érték¶ valószín¶ségi változó varianciája pedig a változó önmagával vett ko-
varianciája, azaz

σ2{ξ} = COV {ξ, ξ} = E{(ξ − E{ξ})2} (1.14)

1.1.2. Vektor érték¶ valószin¶ségi változók

Tegyük fel most, hogy a ξ valószín¶ségi változó vektor érték¶, azaz

ξ : ξ(ω), ω ∈ Ω, ξ(ω) ∈ Rµ (1.15)

Ekkor m ∈ Rµ várható értéke is egy valós vektor, az ® varianciája pedig egy valós
elem¶ négyzetes mátrix, az ún. kovariancia mátrix:

COV {ξ} = E{(ξ − E{ξ})(ξ − E{ξ})T} (1.16)

Fontos megjegyezni, hogy a kovariancia mátrixok pozitív szemide�nit szimmetrikus
mátrixok, azaz

zTCOV {ξ}z ≥ 0 , ∀z ∈ Rµ

Egy vektor érték¶ valószin¶ségi változó fξ valószín¶ségi s¶r¶ségfüggvénye egy skalár-
érték¶ többváltozós függvény:

fξ : Rµ → R

A normális vagy Gauss eloszlású m várható érték¶ és Σ kovariancia mátrixú való-
szín¶ségi változó

ξ ∼ N(m,Σ) (1.17)

egy olyan valószín¶ségi változókból álló vektor, amelynek minden ξi, i = 1, ..., µ kom-
ponense egy normális eloszlású skalár érték¶ valószín¶ségi változó.

Fontos megjegyezni, hogy a (m,Σ) pár a többdimenziós Gauss eloszlásnak egy ele-
gend® statisztikája, azaz ezek ismerete szükséges és elegend®, hogy teljesen leírjuk az
eloszlásfüggvényt.

A két dimenziós normális vagy Gauss eloszlás s¶r¶ségfüggvényének képe a 1.2. áb-
rán látható.
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1.2. ábra. Kétdimenziós Gauss eloszlás s¶r¶ségfüggvénye m = 0, Σ =?I értékek mellett
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A normális eloszlás egyik legfontosabb tulajdonsága az önreprodukáló tulajdonság.
Ez azt jelenti, hogy tetsz®leges paraméter¶ független normális eloszlású valószín¶sé-
gi változók tetsz®leges lineáris kombinációja is normális eloszlású valószín¶ségi változó
lesz.

1.1.3. Normális valószín¶ségi változók lineáris transzformációja

Legyen adott egy ξ(ω) ∈ Rn vektor érték¶ valószín¶ségi változó. Ezt a változót a
T ∈ Rn×n nemszinguláris négyzetes transzformációs mátrix alkalmazásával transzfor-
málhatjuk a következ®képpen:

η = Tξ (1.18)

Ekkor a transzformáció eredményeképpen kapott η valószín¶ségi változónak az alábbi-
ak a paraméterei:

E{η} = TE{ξ} , COV {η} = TCOV {ξ}T T (1.19)

Ha a ξ valószín¶ségi változó N(mξ,Σξ) normális eloszlású volt, mξ várható értékkel
és Σξ kovariancia mátrixszal, akkor η transzformált valószín¶ségi változó is N(mη,Ση)
normális eloszlású lesz, ahol

mη = Tmξ , Ση = TΣξT
T

1.2. Statisztikai becslések és tulajdonságaik

1.2.1. Statisztikai becslések

A statisztikai becsléseket valószín¶ségi változók eloszlása jellemz®inek vagy statisztikái-
nak (például várható érték, szórás) meghatározására használjuk a változókra vonatkozó
mérési eredmények felhasználásával.

Egy ξ valószín¶ségi változóra vonatkozó mérések halmazát egy úgynevezett mintá-
ban gy¶jtjük össze,

S(ξ) = { ξ1, ξ2, · · · , ξn } (1.20)

amelynek ξi, i = 1, · · · , n független és azonos eloszlású elemei a közös ξ valószín¶-
ségi változóból származnak. A mintaelemek egy φ függvénye a közös eloszlás egy Φ
statisztikájának egy becslése

φ( ξ1, ξ2, · · · , ξn ) (1.21)

Fontos megjegyezni, hogy a φ becslés maga is egy valószín¶ségi változó.

Egy Φ statisztika φ becslése torzítatlan, ha E(φ) = Φ. Egy Φ statisztika φ becslése
hatásos, ha az összes lehetséges torzítatlan becslések közül a lehet® legkisebb szórású.

A gyakorlatban el®forduló legfontosabb becslések az alábbiak:

1. mintaközép (M) a várható érték becslésére

m = E{ξ} 'M{S(ξ)} =

∑n
i=1 ξi
n

(1.22)
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2. korrigált empirikus szórásnégyzet (s2) a szórásnégyzet becslésére, amely skalár
érték¶ valószín¶ségi változókbál álló mintára:

σ2 ' s2{S(ξ)} =

∑n
i=1(ξi −M)2

n− 1
(1.23)

1.2.2. Hipotézisek tesztelése

A statisztikai hipotézisek tesztelése a matematikai statisztika egyik alapfeladata annak
meghatározására, hogy vajon egy megadott reláció vagy állítás érvényes-e egy valószí-
n¶ségi változóra vagy változókra.

A hipotézis tesztelés feladatkit¶zését és a tesztelés elvi menetét az alábbiakban is-
mertetjük egy skalár érték¶ normális eloszlású valószín¶ségi változó várható értékére
vonatkozó legegyszer¶bb hipotézis példáján.

Hipotézis Tesztelés

Adott:

� egy statisztikai minta a (1.20) egyenlet szerint,

� egy hipotezis, amely a mintában szerepl® valószín¶ségi változók egy statisztiká-
jára vonatkozó állítás, például

H0 : m = m0 (1.24)

aholm0 egy adott állandó, azm várható érték mint statisztika feltételezett értéke,

� feltételezés a mintaelemek közös valószín¶ségi változójának eloszlására vonatko-
zóan, például normális eloszlású ismert Σ kovariancia mátrixszal,

� egy szigni�kancia szint 0 ≤ ε ≤ 1 amely egy valószín¶ség jelleg¶ megbízhatósági
mutató, amely szinten szeretnénk tesztelni a hipotézist.

Kérdés:
Igaz-e a H0 hipotézis a ε szigni�kancia szinten az S(ξ) mintában szerepl® mintaelemek
(mérések) alapján?

A megoldás elvi lépései:
A hipotézis tesztelése általában az alábbi három, egymást követ® lépésben történik.

1. Kiszámítjuk a hipotézis relációban szerpl® statisztika egy becslését, a várható érték
becslésére például az M mintaközepet a (1.22) egyenlet szerint.

2. Konstruálunk egy normalizált ismert eloszlású valószín¶ségi változót a fenti becs-
lésb®l és a hipotézis tesztelési feladat egyéb adataiból, példánkban ez

u =
M{S(ξ)} −m0

σ
∼ N(0, 1) (1.25)

3. Összehasonlítjuk a kiszámított normalizált ismert eloszlású valószín¶ségi változó
mintából becsült értékét az ún. kritikus értékével (példánkban ucrit), amelyet a vo-
natkozó statisztikai táblázatban találhatunk meg az adott ε szigni�kancia szintet is
�gyelembe véve. Ha u ≤ ucrit akkor elfogadjuk, egyébként elvetjük a hipotézist.
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1.3. Lineáris regresszió és a becsült paraméterek sta-

tisztikai tulajdonságai

1.3.1. Paraméterbecslés lineáris regresszióval

A gyakorlatban sokszor fordul el® az az eset, amikor a mérési eredmények, azaz a
statisztikai minta elemei nem egy közös valószín¶ségi változóból származnak, hanem
valamely xi ismert determinisztikus változóktól függ®, de véletlen, azonos eloszlású és
független mérési hibával terhelt mért értékekekkel y(M) rendelkezünk. Ez esetben a
változók közötti determinisztikus, leggyakrabban lineáris függvény paramétereit line-
áris regresszióval becsülhetjük meg. A lineáris regresszió az eltérések négyzetösszegét
minimalizálva állítja el® a becslést a következ® feladatspeci�káció alapján.

Paraméterekben Lineáris Modellek Paramétereinek Legkisebb Négy-

zetes Becslése

Adott:

� Egy paraméterekben lineáris determinisztikus modell

y(M) = M(x, p) = xTp (1.26)

amelyben p ∈ Rn az ismeretlen modell paraméterek, a determinisztikus független
változók x ∈ Rn×µ mátrixa és az y(M) ∈ Rµ vektor érték¶ függ® változó.

� Az m (m ≥ µ) mérésb®l álló mért értékek halmaza (y(i), x(i)) i = 1, . . . ,m,
amelyet az alábbi alakú mérési vektor-mátrix formába rendezünk:

Y = Xp, (1.27)

ahol

Y =


y(1)
y(2)
...
y(m)

 , X =


xT (1)
xT (2)
...
xT (m)

 , (1.28)

ahol Y ∈ Rµ·m és X ∈ R(µ·m)×n. Az y(i) mért értékek mérési hibával terheltek.

� Egy L veszteségfügvény

L(p) = (Y −Xp)TW (Y −Xp) (1.29)

ahol W ∈ R(µ·m)×(µ·m) egy alkalmas pozitív de�nit súlymátrix.

Feladat:
Számítsuk ki a p paraméterek egy p̂ becslését úgy, hogy az L veszteségfüggvény mini-
mális legyen.
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Módszer:
A p paraméterek legkisebb négyzetes (LS) becslése az alábbi alakú:

(XTWX)p̂ = XTWY or p̂ = (XTWX)−1XTWY (1.30)

A fenti feladattal és módszerrel kapcsolatban néhány fontos meg�gyelést és meg-
jegyzést tehetünk.

1. Az esetek dönt® többségében feltételezzük, hogy mért függ® változók értékét ad-
ditív, nulla várható érték¶ mérési hiba terheli, azaz

y(i) = y(M)(i) + εi , i = 1, · · · ,m (1.31)

E{εi} = 0, (1.32)

ahol y(M)(i) = M(x(i), p) a rendszer M modell szerinti kimenete az i. mérési
pontban. Ha ezen túlmen®en az egyes mérési hibák egymástól statisztikailag füg-
getlenek es azonos normális eloszlásúak Σε kovariancia mátrixszal, akkor a mért
értékek eloszlása is normális lesz:

y(i) ∼ N(y(M)(i),Σε) (1.33)

2. A fenti súlyozot legkisebb négyzetes becslési probléma megadásánál legnagyobb
problémát a súlyok meghatározása okozza. Az (1.29) egyenlet szerinti L veszte-
ségfüggvény W súlymátrixát arra használjuk, hogy az egyes mérési pontokban
észlelhet® eltérést a megfelel® súllyal vegye �gyelembe. Ha bizonyos mérési pon-
tokat megbízhatatlanabbnak ítélünk másoknál, azaz az ott tapasztalható mérési
hibának nagy a varianciája, akkor ezekhez kisebb súlyt kell rendelnünk. Ezek
alapján a súlymátrix egy kézenfekv® választása, ha azt a mérési hibák ismert
vagy becsült kovariancia mátrixából a következ®képpen konstruáljuk meg:

W = diag(Σ−1
ε ,Σ−1

ε , . . . ,Σ−1
ε ). (1.34)

Megyjegyezzük, hogy a fenti inverz mindig létezik, hiszen a kovariancia mátrixok
pozitív de�nit mátrixok.

1.3.2. A regresszióval kapott paraméterek tulajdonságai

Ezt at kell nezni!! pl. T nem szingularis Az (1.30) becslési egyenletet tekinthetjük úgy
is, mint az Y valószín¶ségi változó egy lineáris transzformációját az alábbi konstans
determinisztikus mátrixszal:

T = (XTWX)−1XT (1.35)

és a transzformáció eredménye a paraméterek becslésére konstruált p̂ valószín¶ségi vál-
tozó. Ennek alapján meghatározhatjuk a p̂ becslés várható értékét és szórását a (1.19)
egyenlet alapján:

COV {p̂} = T COV {Y }T T (1.36)

Ha a mérési hibák normális eloszlásúak nulla várható értékkel és ∆ε kovariancia mát-
rixszal, valamint a (1.29) veszteségfüggvény egyenletbeli súlymátrixot az (1.34) egyenlet
szerint választottuk meg, akkor a p̂ becslés az alábbi tulajdonságokkal rendelkezik:
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� A becslés normális eloszlású.

� A becslés várható értéke E{p̂} = p, tehát a becslés torzítatlan.

� A becslés kovariancia mártixa

COV {p̂} = (XTWX)−1 (1.37)

� A becslés egy maximum likelihood vagy legnagyobb valószín¶ség¶ becslés, és így
egy hatásos optimális becslés

1.4. Diszkrét idej¶ input-output modellek

1.4.1. Diszkrét idej¶ fehérzaj folyamat és a bel®le származtatott
sztochasztikus folyamatok

A dinamikus rendszerek paramétereinek becslése szempontjából a diszkrét idej¶ szto-
chasztikus folyamatok valószín¶ségi változók (végtelen) sorozataként tekinthet®ek. Eb-
ben a pontban csak skalár érték¶ diszkrét idej¶ sztochasztikus folyamatokkal foglalko-
zunk, de a fogalmak és az eredmények általánosíthatóak vektor érték¶ folyamatokra is
a valószín¶ségi változóknál a 1.1 pontban megismert módon.

Egy {e(k)}k = −∞∞ diszkrét idej¶ sztohasztikus folyamat, amelynek e(k) elemei
valószín¶ségi változók minden k-ra. Diszkrét idej¶ fehérzaj folyamatról beszélünk, ha
elemei független, azonos eloszlású valószín¶ségi változók.

A diszkrét idej¶ fehérzaj folyamat stacionárius. Általában feltételezzük, hogy vár-
ható érték függvénye azonosan nulla minden id®pillanatban, azaz m(k) = 0. A diszkrét
idej¶ fehérzaj folyamat r(k) kovariancia függvénye a következ®:

r(k) =

{
σ2 k = 0
0 k = ±1,±2, ...

(1.38)

Fontos megjegyezni, hogy a fenti kovariancia függvény, azaz a sztochasztikus folyamat
elemei páronkéni kovarianciájának nulla volta csak normális eloszlású fehérzaj folyamat
esetén biztosítja az elemek függetlenségét.

Az { e(k) , k = . . . ,−1, 0, 1, 2, . . . } diszkrét idej¶ fehérzaj folyamatból származtat-
ható az úgynevezett mozgó átlag (moving average, MA) folyamat a következ®képpen:

y(k) = e(k) + b1e(k − 1) + · · ·+ bnbe(k − n) = B∗(q−1)e(k) (1.39)

A MA folyamat várható érték és autokovariancia függvénye az alábbi egyszer¶ módon
számítható:

my(k) = 0, ryy(0) = 1 + b2
1 + · · ·+ b2

nb
, ryy(1) = b1 + b1b2 + · · ·+ bn−1bnb , . . .
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Az autoregressziós (AR) folyamat szintén egy { e(k) , k = . . . ,−1, 0, 1, 2, . . . } diszk-
rét idej¶ fehérzaj folyamatból származtatható az alábbi egyenlet szerint:

A∗(q−1)y(k) = y(k) + a1y(k − 1) + · · ·+ anay(k − na) = e(k) (1.40)

Az autoregressziós - mozgóátlag folyamat küls® jellel (ARMAX folyamat) a fenti két
folyamat lineáris kombinációja, azaz

A∗(q−1)y(k) = B∗(q−1)u(k) + C∗(q−1)e(k) (1.41)

az A∗(q−1) = 1 + a1q
−1 + anaq

−na , B∗(q−1) = b0 + b1q
−1 + bnbq

−nb , C∗(q−1) =
1 + c1q

−1 + cncq
−nc polinomokkal.

1.4.2. Diszkrét idej¶ determinisztikus input-output modellek

A lineáris id®invariáns egybemenet¶-egykimenet¶ (SISO) rendszerek dinamikus
bemenet-kimenet modelljének általános alakja az alábbi magasabbrend¶ di�erencia
egyenlet alakjában írható:

y(k) + a1y(k − 1) + ...+ anay(k − na) = b0u(k − d) + ...+ bnbu(k − d− nb)

ahol d = na−nb az úgynevezett holtid®, na és nb a modell rendje, y(k), u(k) a diszkrét
idej¶ rendszer kimenete illetve bemenete. A fenti egyenlet kompakt formája az

A∗(q−1)y(k) = B∗(q−1)u(k − d) (1.42)

egyenlet, ahol A∗(q−1), B∗(q−1) a q−1 visszafelé ható eltolási operátor (backward shift
operator) polinomjai.

1.4.3. Diszkrét idej¶ sztochasztikus input-output modellek

A lineáris id®invariáns egybemenet¶-egykimenet¶ (SISO) rendszerek sztochasztikus
bemenet-kimenet modelljének általános alakja a fenti determinisztikus modell és egy
ARMA folyamat kombinációja, egy úgynevezett autoregressziós-mozgó átlag folyamat
küls® jelsorozattal (ARMAX process), azaz képletben

A∗(q−1)y(k) = B∗(q−1)u(k) + C∗(q−1)e(k) (1.43)

az alábbi polinomokkal:

A∗(q−1) = 1 + a1q
−1 + · · ·+ anaq

−na , (1.44)

B∗(q−1) = b0 + b1q
−1 + · · ·+ bnbq

−nb , (1.45)

C∗(q−1) = 1 + c1q
−1 + · · ·+ cncq

−nc . (1.46)



2. fejezet

A dinamikus modellek paraméterbecs-

lésének elve, a predikciós hiba

nagyságának minimalizálásán alapuló

módszerek

A dinamikus rendszerek input-output modelljei felfoghatóak úgy is, mint a jövend®beli
kimenetek becslésére használható formulák, hiszen a bemenetek ismert jelek, szabadon
megválaszthatóak. A predikciós hiba ezután a modellel jósolt és a valódi mért kimenet
érték valamilyen különbsége, amely maga is jelsorozat. A predikciós hiba minimalizálá-
sán alapuló paraméterbecslési módszerek ezen predikciós hibajel valamilyen normában
mért nagyságát minimalizálják.

2.1. A predikciós hiba

2.1.1. Prediktív input-output modellek

A dinamikus modellek paramétereinek becslésére bemenet-kimenet modelleket haszná-
lunk, mert a rendszer jelei közül csak a bemenetek és a kimenetek mérhet®ek közvet-
lenül.

2.1.1.1. Lineáris id®invariáns egybemenet¶-egykimenet¶ rendszerek

Egy bemenet-kimenet modell felfogható úgy is, mint a jövend®beli kimenetek becslésére
használható formula, hiszen a bemenetek ismert jelek, szabadon megválaszthatóak. A
modelleknek ezt az alakját prediktív input-output modellnek nevezzük. Lineáris id®in-
variáns egybemenet¶-egykimenet¶ rendszerek bemenet-kimenet modelljének prediktív
alakja az alábbi:

ŷ(k|θ) = Wy(q
−1, θ)y(k) +Wu(q

−1, θ)u(k) (2.1)

A fenti egyenletbeli Wy(q
−1, θ) és Wu(q

−1, θ) tényez®k úgynevezett lineáris sz¶r®k, a
q−1 visszafelé ható eltolási operátor racionális törtfüggvényei és a θ vektor tartalmazza
az állandó, ismeretlen, becsülni kívánt paramétereket.
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Nézzük meg, hogy a diszkrét idej¶ lineáris id®invariáns egybemenet¶-egykimenet¶
sztochasztikus rendszerek általános alakú bemenet-kimenet modellje, a

A∗(q−1)y(k) = B∗(q−1)u(k) + C∗(q−1)e(k) (2.2)

kifejezés, hogyan hozható erre a fenti prediktív alakra.
El®ször kifejezzük az e(k) kimeneti rendszerzajt az (2.2) egyenletb®l:

e(k) = H−1(q−1, θ)y(k)−H−1(q−1, θ)G(q−1, θ)u(k) (2.3)

ahol

H−1(q−1, θ) =
A∗(q−1)

C∗(q−1)
, G(q−1, θ) =

B∗(q−1)

A∗(q−1)
(2.4)

A kimenet becsült értéke ŷ(k|θ) ezután

ŷ(k|θ) = y(k)− e(k) = (1−H−1(q−1, θ))y(k) + (H−1(q−1, θ)G(q−1, θ))u(k)

amib®l a képletek összehasonlításával látható, hogy

Wy(q
−1, θ) = 1−H−1(q−1, θ) = 1− A∗(q−1)

C∗(q−1)

Wu(q
−1, θ) = H−1(q−1, θ)G(q−1, θ) =

B∗(q−1)

C∗(q−1)

Fontos megjegyezni, hogy a fenti sz¶r®k az általános esetben végtelen rend¶ek, azaz
viszamen®leg végtelen sok mért bemenet-kimenet párra lenne szükség a pontos sz¶rés-
hez. A gyakorlatban ezek véges hosszúságúra csonkolt alakjával dolgozunk. Vannak
azonban olyan rendszerosztályok, amelyeknél a prediktív alak véges rend¶, ezt mutatja
az alábbi példa.

2.1.1. Példa. ARX modellek prediktív alakja

Tekintsük a legegyszer¶bb esetet, amikor az általános (2.2) ala-
kú input-output modellben a mozgóátlag tag nulla, azaz a ki-
meneti rendszerzaj fehér. Ebben az esetben C∗(q−1) = 1. Ekkor
H−1(q−1, θ) = A∗(q−1) és így

Wy(q
−1, θ) = 1− A∗(q−1) , Wu(q

−1, θ) = B∗(q−1) (2.5)

θ = [a1 a2 . . . an b0 b1 . . . bm]T , N > n+m (2.6)

2.1.1.2. A mért érték sorozat

A gyakorlatban mindig véges mérési sorozat áll rendelkezésünkre a rendszer bemenet-
kimenet párjairól egymást követ® ekvidisztáns id®pillanatokban, amelyeket az úgyne-
vezett mért érték sorozatba vagy mérési rekordba rendezünk:

D[1, N ] = DN = {(y(k), u(k)) | k = 1, . . . N} (2.7)



2. FEJEZET. DINAMIKUS MODELLEK PARAMÉTERBECSLÉSÉNEK ELVE 21

2.1.1.3. Nemlineáris id®invariáns egykimenet¶ rendszerek

Nemlineáris id®invariáns egybemenet¶-egykimenet¶ rendszerek prediktív alakjának
meghatározásához a lineáris eset (2.1) egyenletét általánosítjuk a következ®képpen:

ŷ(k|θ) = g(k,D[1, k − 1]; θ) (2.8)

ahol g(.) adott nemlineáris skalár érték¶ függvény, a nemlineáris bemenet-kimenet mo-
dellb®l származtatható.

A nemlineáris id®invariáns egykimenet¶ rendszerek egy fontos speciális osztálya az
úgyevezett paraméterekben lineáris rendszereké. Ez esetben a fenti (2.8) egyenlet az
alábbi speciális alakot ölti:

ŷ(k|θ) = θTg∗(k,D[1, k − 1]) (2.9)

ahol g∗(.) adott nemlineáris vektor érték¶ függvény.

2.1.2. Példa. Egy egyszer¶ paraméterekben lineáris nemlineáris
id®invariáns egykimenet¶ rendszer

Tekintsünk egy paraméterekben lineáris ARX esetet, amikor a ki-
meneti rendszerzaj fehér.

y(k) = a1y
2(k − 1) + b0u

4(k) + e(k) (2.10)

A fenti egyenlet könny¶szerrel átírható az általános (2.9) alakra az
alábbi megfeleltetésekkel

θ = [a1 b0]T , ŷ(k|θ) = y(k)− e(k) (2.11)

Megjegyezzük, hogy segédváltozók

y2(k − 1) = z(k − 1) , u4(k) = w(k) (2.12)

bevezetésével a modell teljesen ARX alakra hozható.

2.1.1.4. A predikciós hiba

Tételezzük fel, hogy adott egy lineáris vagy nemlineáris prediktív modell θ∗ paramé-
terekkel. Ekkor el®állítható a predikciós hiba sorozat a modellb®l és a mért érték
sorozatból az alábbi módon:

ε(k, θ∗) = y(k)− ŷ(k|θ∗) , k = 1, . . . , N (2.13)
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2.1.2. A paraméterbecslés elve

Egy paraméterbecslési módszer a mért érték sorozatból el®állít egy becsült paramé-
ter vektort, azaz formálisan egy leképezés a mért érték sorozatok teréb®l a becsült
paraméter vektorok terébe:

DN → θ̂N (2.14)

Egy modell "jó", azaz a becsült paraméterek "jók", ha a (2.1) predikciós hibák "ki-
csik".

A paraméterbecslés elve

Az ismert DN mért érték sorozatból kiszámíthatjuk az ε(k, θ) becslé-
si hibát a (2.13) egyenlettel. A k = N id®pillanatban válasszuk meg
a becsült θ̂N paraméter vektort úgy, hogy a ε(k, θ̂N), k = 1, . . . , N
predikciós hibák a lehet® legkisebbek legyenek.

2.1.3. A predikciós hiba nagysága

Mint az már az el®z®ekb®l is látszik, az ε(k, θ) predikciós hiba még egykimenet¶ rend-
szereknél is egy véges N hosszúságú sorozat, többkimenet¶ esetben vektorokból álló
sorozat. Így a predikciós hiba nagyságának jellemzésére a vektornormákból általánosí-
tott valamely jelnormát kell használnunk.

2.1.3.1. El®sz¶rés

A predikciós hiba el®sz¶résére akkor van szükség, ha a predikciós hibasorozat tagjai
korreláltak, azaz nem tekinthet®k fehérzajnak. Ekkor egy L(q−1) stabil lineáris sz¶r®t
alkalmazunk a paraméterbecslés el®tt, amellyel el®állítjuk az

εF (k, θ) = L(q−1)ε(k, θ) , k = 1, . . . , N (2.15)

sz¶rt predikciós hiba sorozatot.
A lineáris sz¶r®t a predikciós hiba empírikus autokorrelációs függvénye alapján cél-

szer¶ megválasztani úgy, hogy

L(q−1) = 1 + l1q
−1 + · · ·+ lrq

−r (2.16)

ahol li az i-edik autokorrelációs együttható. A sz¶r® akkor stabil, ha a fenti polinom
gyökei a komplex egységkörön belül vannak.

2.1.3.2. A norma megválasztása egykimenet¶ esetben

A predikciós hiba vagy a sz¶rt predikciós hiba nagyságát az alábbi általános jelnormá-
val mérjük:

VN(θ,DN) =
1

N

N∑
k=1

`(ε(k, θ)) (2.17)
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ahol `(.) egy pozitív skalár érték¶ függvény.

Az `(.) legegyszer¶bb és legelterjedtebb megválasztása a négyzetes jelnorma:

`(ε) =
1

2
ε2 (2.18)

Ezzel az egyes id®pontokban mért predikciós hibákat egyenl® súllyal vesszük �gyelem-
be.

Az id®ben súlyozott jelnorma alkalmazása akkor célszer¶, ha bizonyos id®pontokhoz
tartozó mérések nem egyenl® mértékben pontosak vagy megbízhatóak. Ilyen esetben
egy β(N, k) id®t®l függ® súlytényez® sorozatot használunk:

VN(θ,DN) =
1

N

N∑
k=1

β(N, k)`(ε(k, θ)) (2.19)

2.1.3.3. A norma megválasztása többkimenet¶ esetben

Többkimenet¶ esetben a predikciós hiba sorozat egy vektor érték¶ jelsorozat, így már
maga az `(ε) norma is vektornorma. A legegyszer¶bb, id®ben súlyozatlan esetben egy
pozitív de�nit szimmetrikus négyzetes p× p Λ mátrixszal (ahol p a kimenetek száma)
el®állíthatjuk a szükséges

`(ε) =
1

2
εTΛ−1ε (2.20)

általánosított négyzetes jelnormát, amelyet ugyanúgy használhatunk a (2.17) egyen-
letben a predikciós hiba nagyságának kiszámítására, mint a skalár esetben a (2.18)
normát.

2.1.3.4. A paraméterbecslés, mint optimálási feladat

Ha megfelel®en megválasztottuk a predikciós hiba vagy a sz¶rt predikciós hiba nagy-
ságának mérésére szolgáló normát az (2.17) alakban, akkor az ott szerepl® VN(θ,DN)
érték egy jól meghatározott érték minden adott θ paraméter vektor és DN mért ér-
ték sorozat esetén. Így az általános paraméterbecslési feladat az alábbi optimalizálási
feladat formájában fogalmazható meg:

Az általános paraméterbecslési feladat

Az ismert DN mért érték sorozatból és a θ paraméter vektor értéké-
b®l kiszámíthatjuk a VN(θ,DN) norma értéket a (2.17) egyenlettel.
A k = N id®pillanatban válasszuk meg a becsült θ̂N paraméter vek-
tort úgy, hogy

θ̂N = θ̂N(DN) = arg min
θ
VN(θ,DN) (2.21)



3. fejezet

A legkisebb négyzetek elvén alapuló

módszerek

A legkisebb négyzetes hibájú (LS=Least Squares) paraméterbecsl® eljárásokat a négy-
zetes hibakritériumból kiindulva származtathatjuk, vagyis úgy, ha a predikciós hiba
négyzetét minimalizáljuk.

A predikciós hiba minimalizálásán alapuló módszerek közül a legegyszer¶bb, és
egyben a gyakorlatban legelterjedtebb módszer a legkisebb négyzetek elvén alapuló
paraméterbecslés. A négyzetes kritérium mellett sok elméleti és gyakorlati érv szól,
így például: könnyen kezelhet® analitikusan, �zikailag jól interpretálható (pillanantyi
teljesítmény, energiatartalom stb.) és nem utolsó sorban az ilyen kritérium alapján
származtatott becsl® könnyen megvalósítható. A módszer ismertetése mellett tárgyal-
juk a paraméterbecslés aszimptotikus tulajdonságait is.

3.1. A legkisebb négyzetes hibájú becsl®k származta-

tása általános esetben

A legkisebb négyzetes hibájú becslés feladata a következ®képpen fogalmazható meg: a
mérend® rendszer ismeretlen θ paramétervektorának olyan θ̂ becslését keressük, amely
mellett a rendszerr®l nyert meg�gyelés (y) és a prediktív modell kimen®jelének (ŷ)
négyzetes eltéréseként de�niált hiba

VN(θ,DN) =
1

N

N∑
k=1

1

2
[y(k)− ŷ(k|θ)]2 (3.1)

minimális lesz. Az általános esetben azt feltételezzük, hogy a keresett paramétervektor

θT = [θ1 θ2 . . . θm]

m dimenziós, az
yT = [y(1) y(2) . . . y(N)]

N dimenziós vektor, valamint hogy prediktív modellünk a következ® alakú:

ŷ(k|θ) = f(θ, k) (3.2)
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Az N db meg�gyelésen alapuló négyzetes hiba tehát a következ®:

VN(θ,DN) =
1

N

N∑
k=1

1

2
[y(k)− f(k, θ)]2 (3.3)

amely a paramétertérb®l (Rm) a valós számok halmazába (R) képez® függvény. E
függvény minimumához tartozó paramétervektort szeretnénk megkeresni, amely a leg-
kisebb négyzetes becslést szolgáltatja. A függvény széls®értéke ott lehet, ahol minden
parciális deriváltjának értéke 0 (a megtalált széls®érték pedig mindenképpen minimum
lesz a hibakritérium négyzetes alakja miatt). Tehát a következ® egyenletrendszert kell
megoldani θ-ra:

1

N

N∑
k=1

[y(k)− f(k, θ)]
∂f(k, θ)

∂θj
= 0 , j = 1, . . . ,m (3.4)

A megoldás bonyolultsága nyilván jelent®s mértékben függ az f(k, θ) függvénykapcso-
lattól, annak is a θ-ra vonatkozó részét®l.

Paraméterekben nemlineáris modell esetén a fenti egyenletek is nemlineáris függ-
vényei lesznek a keresett paraméternek. Err®l részletesebben a 6. fejezetben lesz szó.
Analitikus megoldásuk általában komoly nehézségekbe ütközik. Sok esetben a legcél-
ravezet®bb valamely numerikus, iteratív módszer alkalmazása.

3.2. A prediktív modellek paramétereinek becslése li-

neáris regresszióval

Az általános eset vizsgálata után a következ®kben tételezzük fel, hogy a meg�gyelések
a becsülend® paramétervektor lineáris függvényei, tehát paraméterekben lineáris mo-
dellel van dolgunk. Látni fogjuk, hogy lineáris modell esetén az LS becslés egyszer¶en a
meg�gyelések lineáris függvényeként határozható meg. Az egyszer¶ megvalósíthatóság
miatt ezért sok esetben akkor is célszer¶ a lineáris modellel való közelítést alkalmazni,
ha valójában nemlineáris esettel állunk szemben.

Az el®z® fejezetben tárgyalt diszkrét idej¶ id®invariáns dinamikus modellek predik-
tív alakja egy kimenet esetén a paraméterbecslés érdekében felírható az alábbi para-
méterekben lineáris alakban

ŷ(k|θ) = θTϕ(k) (3.5)

ahol ϕ(.) az úgynevezett regresszor. θ itt is a becsülni kívánt állandó modellparamé-
terek vektora, a ϕ(.) regresszor pedig a mért adatokat tartalmazza.

A predikciós hiba a meg�gyelt érték és a regressziós modell kimenetének különbsége:

ε(k, θ) = y(k)− θTϕ(k) (3.6)

A minimalizálandó kritériumfüggvény pedig

VN(θ,DN) =
1

N

N∑
k=1

1

2

[
y(k)− θTϕ(k)

]2
(3.7)
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Elvégezve a parciális deriválásokat a paramétervektor elemei szerint, a következ® egyen-
letrendszer adódik:

1

N

N∑
k=1

ϕ(k)
[
y(k)− ϕT (k)θ

]
= 0 (3.8)

Ebb®l kapjuk:

1

N

N∑
k=1

ϕ(k)y(k) =
1

N

N∑
k=1

ϕ(k)ϕT (k)θ (3.9)

aminek megoldása θ-ra adja az LS- vagy LKN-becslést:

θ̂LS =

[
1

N

N∑
k=1

ϕ(k)ϕT (k)

]−1

1

N

N∑
k=1

ϕ(k)y(k) (3.10)

3.2.1. Példa. ARX modellek paramétereinek LKN becslése

Tekintsük a legegyszer¶bb esetet, amikor az általános (2.2) alakú
input-output modellben a mozgóátlag tag nulla, azaz a kimeneti
rendszerzaj fehér. Ebben az esetben a modell prediktív alakja az
alábbi

y(k) =− a1y(k − 1)− a2y(k − 2) · · · − any(k − n)+

+ b0u(k) + · · ·+ bmu(k −m)
(3.11)

Ennek megfelel®en a paramétervektor:

θ = [−a1 − a2 . . . − an b0 b1 . . . bm]T (3.12)

a regresszor pedig:

ϕ(k) = [y(k − 1) y(k − 2) . . . y(k − n)

u(k) u(k − 1) . . . u(k −m)]T
(3.13)

3.3. A becslés tulajdonságai

Sajnos az LKN-becsléssel az (3.10) egyenlet alapján kapott becslés tulajdonságait nem
számíthatjuk ki a lineáris regressziónál a 1.3.2 pontban megismert módon, mert a ϕ(k)
regresszor vektorban szerepl® jelek között a kimenet mért értékei is szerepelnek, ezért
ezek nem tekinthet®ek determinisztikus (általunk tetsz®legesen beállítható) értékeknek.
Ezáltal az egyes y(k) mért értékeket még ARX modell esetén sem csak független fehér
mérési hiba terheli a determinisztikus modellhez képest. Így a becslés tulajdonságainak
vizsgálatához más utat kell választanunk.
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Tételezzük fel, hogy a meg�gyelt bemenet-kimenet értékeket ténylegesen egy

y(k) = θT0 ϕ(k) + ν0(k) (3.14)

modellel leírható rendszer állítja el® valamely {ν0(k)} hibasorozattal. A hiba ez eset-
ben a mérési hiba és a modellezési hiba összege, azaz a (3.14) egyenlet pontos alakja
különbözhet a valóságos rendszer viselkedését leíró "valódi rendszermodell"-t®l. θ0 a
paraméter úgynevezett nominális értéke, amelyet tekinthetünk "valódi érték"-nek is.

Ha bevezetjük (3.10) egyenletbeli mátrixra a

R(N) =
1

N

N∑
k=1

ϕ(k)ϕT (k) (3.15)

jelölést, akkor a (3.10) becslés az (3.14) egyenlet felhasználásával az alábbi alakot ölti:

θ̂LS(N) = [R(N)]−1 1

N

N∑
k=1

ϕ(k)
[
ϕ(k)T θ0 + ν0(k)

]
= θ0 + [R(N)]−1 1

N

N∑
k=1

ϕ(k)ν0(k) (3.16)

Látható, hogy a becslési hiba a fenti egyenlet második, a regresszort és a hibát is
tartalmazó tagja. Azt szeretnénk,

� ha ez a tag "kicsi" lenne, hiszen ekkor lesz a becsült érték a valódi θ0 értékhez
közel, és azt,

� ha ez a tag tartana 0-hoz a minta elemszámának növelésével, azaz, ha N →∞.

Megjegyezzük, hogy egy becslés viselkedését a mintaelemszám növelésével a becslés
aszimptotikus viselkedés-ének nevezik. Ilyen értelemben beszélhetünk például aszimp-
totikus torzítatlanságról.

El®ször is látható a fenti egyenletb®l, hogy ha a ν0(k) hiba kicsi a ϕ(k) mért érté-
keket tartalmazó regresszorhoz képest, akkor a

[R(N)]−1 1

N

N∑
k=1

ϕ(k)ν0(k) (3.17)

is kicsi lesz, így a becsült θ̂LS(N) érték közel lesz a valódi θ0-hoz.
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Az aszimptotikus viselkedés vizsgálatának feltételei

A (3.17) becslési hiba aszimptotikus viselkedésének vizsgálatához te-
gyük fel, hogy

1. a {ν0(k)}Nk=1 hiba egy stacionárius sztochasztikus sorozat (az-
az diszkrét idej¶ sztochasztikus folyamat) egy realizációja,

2. a rendszer maga egy ARX modellel írható le, azaz a ϕ(k) reg-
resszor az (3.13) egyenlet szerinti alakban írható,

3. magát az {u(k)}Nk=1 bemenetet is egy stacionárius sztochasz-
tikus folyamat szerint változtatjuk.

El®ször is vegyük észre, hogy ha mind az (u(k), k = 1, 2, . . . ) bemenet, mind a
(ν0(k), k = 1, 2, . . . ) hiba stacionárius folyamat szerint változik egy ARX modellben,
akkor az (y(k), k = 1, 2, . . . ) kimenet is stacionárius sztochasztikus folyamat lesz.

Ezután vizsgáljuk meg az R(N) mátrix elemeinek aszimptotikus viselkedését. Miu-
tán a ϕ(.) regresszor ez esetben csak id®ben hátrafelé eltolt (azaz régebbi diszkrét idej¶)
bemeneteket és kimeneteket tartalmaz, ezért az [R(N)]ij elemek háromfélék lehetnek:

� input autokovariancia amely esetben

R̂N
u (τ) =

1

N

N∑
k=1

u(k)u(k − τ) → Ru(τ) = ruu(τ) (3.18)

ahol ruu(τ) az {u(k)}Nk=1 sztochasztikus folyamat autokovariancia függvénye,

� output autokovariancia amikor

R̂N
y (τ) =

1

N

N∑
k=1

y(k)y(k − τ) → Ry(τ) = ryy(τ) (3.19)

ahol ryy(τ) az {y(k)}Nk=1 sztochasztikus folyamat autokovariancia függvénye, és

� input-output kovariancia ahol

R̂N
yu(τ) =

1

N

N∑
k=1

y(k)u(k − τ) → Ryu(τ) = ryu(τ) (3.20)

ahol ryu(τ) a két el®z® stacionárius sztochasztikus folyamat kereszt kovariancia
függvénye.

Így az R(N) mátrix nagy mintaelemszámok (N → ∞) egy konstans R∗ mátrixhoz
tart, amelynek elemei a szerepl® stacionárius sztochasztikus folyamatok auto- és kereszt
kovarianciái.
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Ezem túlmen®en, miután a {ν0(k)}Nk=1 hiba folyamat is stacionárius, az (3.16) becs-
lési hiba egyenlet második tagjának második tényez®je is egy kereszt korrelációs ele-
meket tartalmazó vektorhoz tart, mégpedig

1

N

N∑
k=1

ϕ(k)ν0(k) → h∗ (3.21)

ahol a h∗ vektor az {u(k)}Nk=1 és {ν0(k)}Nk=1, illetve az {y(k)}Nk=1 és {ν0(k)}Nk=1 stacio-
nárius sztochasztikus folyamatok kereszt kovariancia függvényeinek különböz® elemeit
tartalmazza.

Mindezek alapján megfogalmazhatóak annak feltételei, hogy a becsült θ̂LS(N) érték
mikor lesz aszimptotikusan torzítatlan becslése a valódi θ0 paraméternek az aszimp-

totikus viselkedés vizsgálatának feltételei megléte esetén.

Az aszimptotikus torzítatlanság feltételei

A (3.17) becslési hiba aszimptotikusan torzítatlan az aszimptoti-

kus viselkedés vizsgálatának feltételei fennállása esetén, ha

(i) az R∗ mátrix nemszinguláris (elegend® gerjesztés)
Ez a feltétel teljesül, ha az {u(k)}Nk=1 és {ν0(k)}Nk=1 folyamatok
egymástól függetlenek, és a (3.18) egyenletbeli Ru(i − j) au-
tokorrelációkból alkotott Rij mátrix nemszinguláris. Az ilyen
speciális, paraméterbecslére alkalmazott gerjeszt® bemeneteket
elegend®en gerjeszt® bemenetnek mondjuk.

(ii) a h∗ = 0 fennálása esetén
Két gyakorlati szempontból fontos alesetet állhat fent:

(iia) A {ν0(k)}Nk=1 hiba nulla várható érték¶ fehérzaj sorozat,
azaz nincs modellezési hiba, és a mérési hiba nem szí-
nes, azaz a mér®rendszernek nincs dinamikája. Ez eset-
ben a ν0(k) hiba, mint valószín¶ségi változó független at-
tól, hogy mi történt a múltban, így az E[ϕ(k)ν0(k)] tagok
mindegyike nulla.

(iib) Az {u(k)}Nk=1 bemenet egy nulla várható érték¶ fehérzaj
sorozat, és a rendszer rendje n = 1, tehát a jelen ki-
menet nem függ a múltbeli kimenetekt®l. Ekkor a ϕ(k)
regresszor csak a bemenet múltbeli értékeit tartalmazza,
és így E[ϕ(k)ν0(k)] = 0.

Fontos megjegyezni, hogy a fenti (i) és (iia) feltételek fennállása esetén a
√
N(θ̂LS(N)− θ0)
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valószín¶ségi változó aszimptotikus eloszlása olyan többdimenziós normális eloszlás
lesz, amelynek várható értéke 0 (ez jelenti a torzítatlanságot), kovariancia mátrixa pe-
dig λ0[R∗]−1 ahol λ0 a {ν0(k)}Nk=1 hiba szórásnégyzete (varianciája).

Az elegend®en gerjeszt® bemenetekkel majd a 8 fejezetben, a kísérlettervezéssel
kapcsolatos 8.2 alfejezetben foglalkozunk részletesen.

3.4. A több bemenet¶ több kimenet¶ eset

Az általános paraméterekben lineáris több bement¶ több kimenet¶ esetet két lépésben
tárgyaljuk: el®ször tekintjük a több bement¶ egy kimenet¶ esetet, majd általánosítjuk
a módszert több független kimenet esetére is.

3.4.1. Több bemenet¶ egy kimenet¶ eset

Tételezzük fel, hogy a ϕ(.) regresszor a skalár érték¶ y(.) értékek mellet a vektor érté-
k¶ u(k) ∈ Rr, k = 1, 2, . . . értékekt®l is függ. Ekkor az u(k) vektor minden egyes uj(k)
koordinátáját tekinthetjük egy-egy skaláris változónak, így a ϕ(.) regresszor a

Dk = {(y(i), u1(i), . . . , ur(i)) | i = 1, . . . , k}
skaláris változóktól függ®nek tekinthet® és az egybemenet¶ egykimenet¶ esetre felírt
(3.10) formula változtatás nélkük alkalmazható.

3.4.1. Példa. ARX modellek paramétereinek LKN becslése két
bemenet¶ esetben

Tekintsük az el®z® ARX modell paramétereinek becslésére vonat-
kozó 3.2.1 példát, de tegyük fel, hogy két bemenetünk van, azaz
u(k) ∈ R2. Ebben az esetben a modell prediktív alakja az alábbi

y(k) = −a1y(k − 1)− a2y(k − 2) · · · − any(k − n)+

+bT0 u(k) + · · ·+ bTmu(k −m)
(3.22)

Figyeljük meg, hogy most a b0, b1, . . . , bm paraméterek is 2-
dimenziós vektorok. Ennek megfelel®en a paramétervektor:

θ = [−a1 − a2 . . . − an b01 b02 b11 b12 . . . bm1 bm2 ]T (3.23)

ahol bij az i-edik paramétervektor j-edik koordinátája, a regresszor
pedig:

ϕ(k) = [y(k − 1) y(k − 2) . . . y(k − n)

u1(k) u2(k) u1(k − 1) u2(k − 1) . . .

u1(k −m) u2(k −m)]T
(3.24)
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3.4.2. Több kimenet¶ eset

Tobb problema is van: celszeru a parametereket vektorkent kezelni, es a regresszort
matrixkent, a jelolesek elternek az elozoekkel, csak reszben vannak osszhangban az elso
fejezettel A diszkrét idej¶ id®invariáns paraméterekben lineáris egy bemenet¶ egy ki-
menet¶ rendszermodellek (3.5) alakja általánosítható több kimenet, azaz vektor érték¶
y(k) ∈ Rp esetére is az alábbi formában

ŷ(k|P ) = P Tϕ(k) (3.25)

ahol most a P ∈ Rm×p mátrix j-edik oszlopába gy¶jtöttük össze az y(k) vektor j-edik
koordinátájára vonatkozó θj modell paramétereket, azaz Pij = θji .

Meg�gyelhet®, hogy az az egyes yj(k) koordinátákra vonatkozó részmodelleknek
ugyanaz a regresszora. Ezt úgy érhetjük el, ha valamennyi részmodellnél �gyelembe
vesszük az összes olyan változót a közös regresszorban amelyt®l legalább egy részmodell
függ. Így persze a paraméterek közül egyesek biztosan nullák lesznek, de ez nem zavarja
a paraméterbecslést, és még modell ellen®rzésre (modell validálásra) is alkalmas.

A fenti modellegyenletet paramétereinek becslésére két út kínálkozik:

1. Ha az y(k) vektor koordinátáira vonatkoztatott predikciós hibák egymástól telje-
sen függetlenek, akkor a paraméterbecslést egymástól függetlenül elvégezhetjük
a részmodellekre az egy kimenet¶ esetre vonatkozó (3.10) formulával. Ekkor a
P paraméter mátrix oszlopaira (az abban szerepl® θj részmodell paraméterekre
kapunk egymástól független becslést.

2. Ha az egyes koordinátákra vonatkozó predikciós hibák nem függetlenek, akkor
együttes regressziós becslést kell végeznünk az alábbi kiterjesztett vektor-mátrix
változók segítségével a (1.28) helyett:

y∗ =



y1(1)

. . .
y1(ν)

. . .
ym(1)

. . .
ym(ν)


, p∗ =



p11

. . .
p1n

. . .
pν1

. . .
pνn


, X∗ =


X 0 · · · 0
0 X · · · 0
· · · · · · · · · · · ·
0 0 · · · X

 (3.26)

ahol yi(j) az i-edik mért kimenet vektor j-edik koordinátája.



4. fejezet

A paraméterbecslési módszerek

elméleti tulajdonságai

Ebben a fejezetben a dinamikus modellek paramétereinek becslésére alkalmas mód-
szerek elméleti tulajdonságairól, torzítatlanságáról és hatásosságáról lesz szó. Ezek
vizsgálata a regresszorban szerepl® jelek statisztiak összefügg®sége miatt nem egysze-
r¶ feladat, és még speciális esetekben is csak nagy mintaelemszámokra alkalmazható,
úgynevezett aszimptotikus tulajdonságokat tudunk elméletileg vizsgálni.

A paraméterbecslések elméleti tulajdonságai a maximum likelihood becslésb®l és
annak aszimptotikus tulajdonságaiból, aszimptotikus torzítatlanságából és hatékony-
ságából származtathatóak. Tárgyaljuk a paraméterbecslések kovariancia mátrixának
vizsgálatához szükséges Cremér-Rao tételt és a Fisher információs mátrixot.

4.1. Maximum likelihood becslések

A maximum likelihood becslések a matematikai statisztika fontos fejezetét alkotják.
A dinamikus modellek paramétereinek becslése szempontjából pedig azért kiemelked®
fontosságúak, mert maximum likelihood becslések nemlineáris és nem normális vagy
színes mérési hibával rendelkez® esetekben is használhatóak.

4.1.1. A maximum likelihood becslés elve

Tételezzük fel, hogy rendelkezünk egy ismeretlen θ paraméter becslése céljából a pa-
raméterr®l információt hordozó S(yN) = {y(1), . . . , y(N)} meg�gyelésekkel, amelye
mindegyike skalár érték¶ valószín¶ségi változó, de nem feltétlenül függetlenek, és nem
is feltétlenül azonos eloszlásúak. Ezek együttes valószín¶ségi s¶r¶ségfüggvénye az

f(θ;x1, . . . , xN) = fy(θ;x
N) , fy : Rd × RN → R (4.1)

függvény, amely függ az ismeretlen θ ∈ Rd paramétert®l.
A paraméter becslésére többféle úgynevezett becsl®t konstruálhatunk

θ̂(yN) , θ̂ : RN → Rd (4.2)

32
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amely becsl®k mindegyike egy-egy N -változós d dimenziós vektor érték¶ függvény.
Ezután az yN∗ konkrét meg�gyelt értékeket, amelyek determinisztikusak, felhasznál-

va és ezeket a fenti becsl® formulába behelyettesítve kapjuk a paraméter θ̂∗ = θ̂(yN∗ )
becslését.

Sokféle módon konstruálhatunk becsl®t egy adott S(yN) mintához, a legkisebb
négyzetes elven alapuló becsl®kkel már az el®z® fejezetben megismerkedtünk. Az úgy-
nevezett maximum likelihood becsl® a meg�gyelt esemény valószín¶ségét maximalizálja.
A maximum likelihood becsl® felírásához vegyük észre, hogy a meg�gyelt mitaelemek
(4.1) együttes valószín¶ségi s¶r¶ségfüggvénye a konkrét meg�gyelt yN∗ értékek behelyet-
tesítése után az ismeretlen θ paraméter egy determinisztikus függvényévé válik. Ezt
a

`(θ; yN∗ ) = fy(θ; y
N
∗ ) (4.3)

függvényt nevezzük likelihood függvénynek. Egy konkrét meg�gyelés esetében ez ak-
kor a legnagyobb, ha azt a θ paraméter értéket helyettesítjük bele, amely mellett a
meg�gyeléseket gy¶jtöttük. A maximum likelihood becslés pedig pontosan az a

θ̂ML(yN∗ ) = arg max
θ
`(θ; yN∗ ) (4.4)

érték, amely az együttes valószín¶ségi s¶r¶ségfüggvényt maximalizálja.
Normalis eloszlású valószín¶ségi változók esetén az együttes eloszlás is normális lesz,

ezért a gyakorlatban a fenti (4.4) maximalizálás helyett a

arg max
θ
`(θ; yN∗ ) ≡ arg min

θ

[
− ln

[
`(θ; yN∗ )

]]
(4.5)

minimalizálást szoktuk elvégezni úgy, hogy

d ln(`)

dθ
= 0 (4.6)

legyen ahol ln(.) a természetes alapú logaritmusfügggvény.

4.1.2. A maximum likelihood becslés független meg�gyelések
esetén

Ha az S(yN) mintában szerepl® mintaelemek független valószín¶ségi változók, akkor
együttes valószín¶ségi s¶r¶ségfüggvényük a s¶r¶ségfüggvények szorzata, azaz

`(θ; yN∗ ) =
N∏
i=1

fy(i)(θ; y∗(i)) =
N∏
i=1

f(θ; y∗(i)) (4.7)

Ekkor a gyakorlati becsléshez használt úgynevezett log-likelihood függvény összeg ala-
kú:

ln[`(θ; yN∗ )] =
N∑
i=1

ln fy(θ; y∗(i)) (4.8)
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4.1.1. Példa. Egy egyszer¶ maximum likelihood becslés

Tekintsünk egy független skalár érték¶ normális eloszlású, azonos,
de ismeretlen θ0 várható érték¶ és mintaelemenként különböz® λi
szórásnégyzet¶ y(i) valószín¶ségi változókból álló mintát:

y(i) ∼ N(θ0, λi) (4.9)

Az ismeretlen várható érték egyikük legelterjedtebb becslése az úgy-
nevezett mintaközép

θ̂SM(yN) =
1

N

N∑
i=1

y(i) (4.10)

A maximum likelihood becslés kiszámításához el®ször meghatároz-
zuk a mintaelemek együttes s¶r¶ségfüggvényét. Mivel a mintaele-
mek független normális eloszlás¶ valószín¶ségi változók a

fy(i)(xi) =
1√

2πλi
e
− (xi−θ)

2

2λi

s¶r¶ségfüggvénnyel, ezért az együttes s¶r¶ségfüggvény az alábbi
alakban írható:

fy(θ;x
N) =

N∏
i=1

(
1√

2πλi
e
− (xi−θ)

2

2λi ) (4.11)

A fenti s¶r¶ségfüggvény egyben a likelihood függvény is. A ma-
ximum likelihood becslést úgy kapjuk meg, hogy a fenti függvény
helyett annak logaritmusát maximalizáljuk θ függvényében:

θ̂ML(yN) = arg max
θ

ln fy(θ; y
N)

= arg max
θ
{−N

2
ln 2π −

N∑
i=1

1

2
lnλi −

1

2

N∑
i=1

(y(i)− θ)2

λi
}

Ebb®l pedig a maximum likelihood becslés zárt alakban is el®állít-
ható, mert a log-likelihood függvény kvadratikus függvények össze-
ge:

θ̂ML(yN) =
1∑N

i=1(1/λi)

N∑
i=1

y(i)

λi
(4.12)

Érdekes ezt az eredményt össszehasonlítani a várható érték becslé-
sére legelterjedtebben használható mintaközéppel (4.10). Látható,
hogy a maximum likelihood becslés �gyelembe veszi a mintaelemek
szórására vonatkozó információt is, és egy súlyozott mintaközepet
használ becsl®ként.
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4.1.3. Prediktív modellek paramétereinek maximum likelihood
becslése

A fentieket alkalmazzuk most dinamikus modellek paramétereinek becslésére.

4.1.3.1. A teljes valószin¶ségi modell

A maximum likelihood becsléshez a dinamikus modell szerkezetén túlmen®en a hibák-
ra, mint valószín¶ségi változókra vonatkozó feltételezésekre is szükségünk van. Ezt a
kiterjesztett modellt nevezzük teljes valószín¶ségi modellnek, amelynek elemei az aláb-
biak.

M(θ) : ŷ(k | θ) = g(k,Dk−1; θ)

ε(k, θ) = y(k)− ŷ(k | θ) függetlenek,

adott fε(x, k; θ) s¶r¶ségfüggvénnyel

(4.13)

4.1.3.2. A likelihood függvény és a maximum likelihood becslés

Miután a ε(k, θ) hibák függetlenek, az yN valószín¶ségi változók együttes s¶r¶ségfügg-
vénye az alábbi szorzat alakban írható:

f̂y(θ; y
N) =

N∏
i=1

fε(y(i)− g(i,Di−1; θ), i; θ) =
N∏
i=1

fε(ε(i, θ), i; θ) (4.14)

Ezek alapján a log-likelihood függvény összeg alakú lesz, amelynek egy tagja:

`(ε, θ, k) = ln fε(ε, k; θ) (4.15)

Ezekután a paraméterek maximum likelihood becslése az alábbi alakú: 1
N
honnan jon

be?

θ̂ML(yN) = arg min
θ

1

N

N∑
i=1

`(ε(i, θ), i; θ) (4.16)

Ez a resz nekem kicsit zavaros: VN(θ, yN)-val a parameterbecsles koltsegfuggvenyet jel-
oltuk, nem csak LSE eseten. A max. likelihood nem az LSE specialis esete, hanem a
parameterbecsles egy specialis esete Ezt a becslést összehasonlítva ugyanezen modell

θ̂ML(yN) = arg min
θ
VN(θ, yN)

legkisebb négyzetes becslésével láthatjuk, hogy a maximum likelihood becslés a legki-
sebb négyzetes elven kapott becslés abban a speciális esetben, ha a veszteségfüggvényt
a

VN(θ, yN) =
1

N

N∑
i=1

ln fε(ε(i, θ), i; θ)

alakúra választjuk.
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4.1.2. Példa. Egy egyszer¶ ARX modell paramétereinek maxi-
mum likelihood becslése

Tekinsük a következ® egyszer¶ ARX rendszer teljes valószín¶ségi
modelljét:

ŷt = ayk−1 + buk−1

θ = [a b]T

ε(k, θ) = yk − ayk−1 − buk−1 := e(k) függetlenek és

fe(x) =
1

σ
√

2π
e−

x2

2σ2 normális eloszlásúak

(4.17)

Ekkor a mintaelemk együttes eloszlásfüggvénye az alábbi alakú:

f̂y(θ; y
N) =

N∏
k=1

fe(yk − ayk−1 + buk−1) =

=
N∏
k=1

1

σ
√

2π
exp

(
−(yk − ayk−1 − buk−1)2

2σ2

)
A maximum likelihood becslés kiszámításához a log-likelihood függ-
vény használjuk:

ln f̂y(θ; y
N) =

N∑
k=1

ln

(
1

σ
√

2π

)
− (yk − ayk−1 − buk−1)2

2σ2

amely a paraméterek kvadratikus függvénye. Ezért ennek egyértel-
m¶ minimuma a paraméterek szerinti derivált vektor nulla helye,
azaz

d

dθ
ln f̂y(θ, y

N) =

 ∑N
k=1 2yk−1

yk − ayk−1 − buk−1

2σ2∑N
k=1 2uk−1

yk − ayk−1 − buk−1

2σ2

 = 0 (4.18)

Ebb®l az a és b paraméterek maximum likelihood becslését az aláb-
bi lineáris egyenletrendszer megoldásával kapjuk:

∑N
k=1 2yk−1

yk − ayk−1 − buk−1

2σ2
= 0∑N

k=1 2uk−1
yk − ayk−1 − buk−1

2σ2
= 0
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4.1.3.3. A maximum likelihood becslés általános esetben

A problémák a következ®k:

� nehéz az ARMA-t a fenti modell alakra hozni (ált. Kálmán-sz¶r®)

� Likelihood függvény felírása

� széls®érték meghatározása

4.2. A paraméterbecslések kovariancia mátrixa

4.2.1. A Cramér-Rao egyenl®tlenség és a Fisher információs
mátrix

A becsült θ̂ paraméterek "jóságát" torzítatlan becslést feltételezve a becslés

P = E
[
θ̂(yN)− θ0

] [
θ̂(yN)− θ0

]T
kovariancia mátrixának (valamilyen normában mért) nagyságával jellemezhetjük. A
Cramér-Rao egyenl®tlenség a fenti kovariancia mátrix elemeire ad meg alsó korlátot.

4.2.1. Theorem (Cramér-Rao). Legyen a θ̂(yN) a θ paraméter egy torzítatlan becslése
úgy, hogy E[θ̂(yN)] = θ0 a paraméter valódi értéke, és az yN minta elemeinek együttes
valószín¶ségi s¶r¶ség függvénye fy(θ0; yN). Tegyük fel, hogy a mintaelemek egy zárt
tartományból vehetik fel értéküket, amelynek határa nem függ θ-tól. Ekkor a θ̂(yN)
becslés kovariancia mátrixára (elemenként értve) az alábbi egynl®tlenség érvényes:

E
[
θ̂(yN)− θ0

] [
θ̂(yN)− θ0

]T
≥M−1 (4.19)

ahol M az úgynevezett Fisher információs mátrix:

M = E

[
d

dθ
ln fy(θ; y

N)

] [
d

dθ
ln fy(θ; y

N)

]T ∣∣∣∣∣
θ=θ0

=

= −E
[
d2

dθ2
ln fy(θ; y

N)

] ∣∣∣∣∣
θ=θ0

Vegyük észre, hogy a Fisher információs mátrixban éppen a maximum likelihood
becslés kiszámítsához szükséges (4.6) derivált vektor áll.
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4.2.1. Példa. Egy egyszer¶ ARX modell paraméterbecslésének
Fisher informaációs mátrixa

Tekinsük a 4.1.2 példában szerepl® egyszer¶ ARX rendszert a
θ0 = [a0 b0]T valódi paramétervektorral. A becslés Fischer infor-
mációs mátrixa az (4.18) egyenletbeli derivált vektort felhasználva
az alábbi alakban írható:

M = E

[
maa mab

mab mbb

]
ahol Itt talan erdemesebb a masodik egyenlettel kiszamolni, mivel
akkor egyszerubb ertekekt kapunk

maa =

(
N∑
k=1

2yk−1
yk − a0yk−1 − b0uk−1

2σ2

)2

mab =

(
N∑
k=1

2yk−1
yk − a0yk−1 − b0uk−1

2σ2

)(
N∑
k=1

2uk−1
yk − a0yk−1 − b0uk−1

2σ2

)

mbb =

(
N∑
k=1

2uk−1
yk − a0yk−1 − b0uk−1

2σ2

)2

Azmaa,mab,mbb elemekben az {y(k)}Nk=1 és az {u(k)}Nk=1 sztochasz-
tikus folyamatok negyedrend¶ auto- és keresztkorrelációs együttha-
tói állnak.

4.2.2. A maximum likelihood becslés aszimptotikus tulajdonsá-
gai

A Fischer információs mátrix és a Cramér-Rao tétel a maximum likelihood becsléseknél
különleges jelent®séggel bír. Az alábbi tétel azt mondja ki, hogy független meg�gye-
lések, azaz mintaelemek esetén a maximum likelihood becslés a torzítatlan becslések
között aszimptotikusan a legjobb, úgynevezett hatásos becslés.

4.2.2. Theorem (Wald-Cramér). Tegyük fel, hogy az {y(i)}Ni=1 függetlenek és azonos
eloszlásúak úgy, hogy együttes s¶r¶ségfüggvényük

fy(θ;x1, . . . , xN) =
N∏
i=1

fy(i)(θ;xi)

Tegyük fel továbbá, hogy az yN mintaelemek együtes s¶r¶ségfüggvénye az fy(θ0;xN)

valamely θ0 valódi paraméter vektorral. Ekkor a θ̂ML(yN) maximum likelihood becslés
mint valószín¶ségi változó 1 valószín¶séggel θ0-hoz tart, ha N tart a végtelenhez, és a

√
N [θ̂ML(yN)− θ0]
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eloszlása egy normális, 0 várható érték¶ és M−1 kovariancia mártixú eloszláshoz tart.

Ezen túlmen®en az is belátható, hogy ugyanilyen tétel áll fenn abban az esetben is,
ha dinamikus rendszerek paramétereinek becslésére alkalmazzuk a maximum likeliho-
od becslést. Így tehát a maximum likelihood becslés - elméleti szempontból legalábbis
- a lehetséges legjobb becslés.

4.2.3. A Cramer-Rao egyenl®tlenség és a Fisher informáci-
ós mátrix dinamikus rendszerek paramétereinek becslése
esetén

A dinamikus rendszerek becsült paramétereire vonatkozó Fisher infromációs mátrix ki-
számításához a rendszer (4.13) egyenletekkel megadott teljes valószín¶ségi modelljére,
valamint a (4.14) szorzat alakú likelihood függvényére van szükségünk.

A Fisher információs mátrix kiszámításához el®ször a log-likelihood függvényt hoz-
zuk egyszer¶bb alakra:

ln f̂y(θ, y
N) =

N∑
i=1

ln fε(ε(i, θ)) =
N∑
i=1

`0(ε(i, θ)) (4.20)

d

dθ
ln f̂y(θ, y

N) =
N∑
i=1

−`′0(ε(i, θ))

(
− d

dθ
ε(i, θ)

)
︸ ︷︷ ︸

Ψ(i,θ)

, (4.21)

ahol `0(x) = ln fε(x). nem teljesen vilagos, hogy itt miert vezetunk be egy (−1)(−1)
tagot A fenti egyszer¶bb alakot helyettesítjük be a Fisher információs mátrix

E

[
d

dθ
ln f̂y(θ; y

N)

] [
d

dθ
ln f̂y(θ; y

N)

]T
de�niciós egyenletébe. Ebb®l az alábbi várható értéket kapjuk

MN = E

[
N∑
i=1

N∑
j=1

`′0(ε(i, θ))`′0(ε(j, θ))Ψ(i, θ0)ΨT (j, θ0)

]

=
N∑
i=1

E[`′0(ε(i, θ))]2E[Ψ(i, θ0)ΨT (i, θ0)] (4.22)

azt is �gyelembe véve, hogy ε(i, θ) független ε(j, θ)-t®l i 6= j-re, mivel a predikciós hiba
fehérzaj sorozatot alkot. A log-likelihood függvény `′0(x) deriváltját a

`′0(x) = [ln fε(x)]′ =
f ′ε(x)

fε(x)

összefüggéssel számíthatjuk ki, amelyb®l az

E[`′0(ε(i, θ))]2 =
1

κ0
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ahol κ0 egy állandó. Ha speciálisan a ε(i, θ) hibák normális eloszlásúak λ0 szórásnégy-
zettel, akkor κ0 = λ0.

Így a Fisher információs mátrix az alábbi egyszer¶ alakot ölti:

MN =
1

κ0

N∑
i=1

E[Ψ(i, θ0)ΨT (i, θ0)] (4.23)

A Cramér-Rao egyenl®tlenség segítségével kapjuk végül a dinamikus modellek pa-
raméterbecslésének jóságára vonatkozó alapvet® eredményt.

Dinamikus rendszerek θ paramétereinek becslésére használt tetsz®-
leges torzítatlan θ̂N becslés (Eθ̂N = θ0, ahol θ0 a valódi paraméter)
kovariancia mátrixára az alábbi alsó korlát adható:

Cov θ̂N ≥ κ0

[
N∑
i=1

E
[
Ψ(i, θ0)ΨT (i, θ0)

]]−1

(4.24)

Normális eloszlás¶ hibák esetén κ0 = λ0.



5. fejezet

A Bayes becslés és a segédváltozók

módszere

5.1. Bayes-becslések

A Bayes elven alapuló becslések különleges helyet foglalnak el a paraméterbecslési mód-
szerek között, mert elvileg nemlineáris és korrelált mérési hibával terhelt rendszerek
esetén is alkalmazhatóak. Tárgyaljuk a becslés elvét, a becslés eredményét, mint való-
szín¶ségi s¶r¶ségfüggvényt, és a becslés elméleti tulajdonságait, valamint kapcsolatát
a maximum likelihood becslésekkel. Ezzel összefüggésben itt kapott helyet a maximum
a posteriori (MAP) becslés.

5.1.1. A véletlen Bayes féle fogalma

A klasszikus valószín¶ségszámításban véletlennek tekintünk egy változót, ha az értékére
vonatkozó meg�gyelések (mérések vagy kísérletek) nem minden esetben ugyanolyanok,
hanem "véletlen ingadozás"-t mutatnak. Ebben a felfogásban egy rendszer paraméte-
reinek értéke id®invariáns esetben konstans, azaz egy determinisztikus (nem véletlen)
változó. A klasszikus értelmezésben egy változó véletlen viselkedésének modellezési
szempontból általában két oka lehet:

1. valamely véletlen természet¶ folyamat, például radioaktív bomlás jelenléte a
rendszerben,

2. sok, kicsi, egymástól független, részletesen külön-külön nem modellezett részfo-
lyamat jelenléte.

A "véletlen" Bayes féle értelmezése a meg�gyelést (mérést vagy kísérletet) vég-
z® személy tudása szempontjából osztályozza a változókat. Bayes értelemben véletlen
változónak tekintünk minden változót vagy akár paramétert is, amely nem ismert el®t-
tünk, mint meg�gyel®k el®tt. Ilyen értelemben az ismeretlen θ rendszerparaméterek
valószín¶ségi véltozóknak tekintend®k.

41
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5.1.2. A Bayes formula és a láncszabály

A dinamikus rendszerek paramétereinek Bayes becslése matematikai szempontból az
úgynevezett általánosított Bayes formulán és a láncszabályon alapszik.

5.1.2.1. Bayes formula a klasszikus esetben

A klasszikus valószín¶ségszámításból ismerjük a teljes eseményrendszert alkotó esemé-
nyek feltételes valószín¶ségeinek kiszámítására használatos Bayes-tételt.

Legyenek adva az alábbi Bi események illetve P (Bi) valószín¶ségeik:

� B1, B2, . . . , Bn ∈ B eseményalgebra, ahol

� B1, B2, . . . , Bn teljes eseményrendszert alkot, azaz ∪Ni=1Bi = Ω és Bj ∩Bi = ∅

� P (Bi) > 0 i = 1, 2, . . . , N

Ekkor tetsz®leges A ∈ Ω eseményre vonatkozó feltételes valószín¶ségekre igaz a
Bayes tétel:

P (Bk | A) =
P (Bk ∩ A)

P (A)
=

P (A | Bk)P (Bk)∑N
i=1 P (A | Bi)P (Bi)

(5.1)

5.1.2.2. Bayes formula feltételes valószín¶ségi s¶r¶ségfüggvényekre

A klasszikus Bayes tétel általánosítható a feltételes valószín¶ségek helyett feltételes
valószín¶ségi s¶r¶ségfüggvényekre is: ezt az általánosított alakot nevezzük Bayes for-
mulának.

Legel®ször is vezessük be az alábbi egyszer¶sített jelöléseket:

� az a valószín¶ségi változó s¶r¶ségfüggvényére a p(a) = fa(x),

� az a és b valószín¶ségi változók együttes s¶r¶ségfüggvényére a p(a, b) =
fab(x1, x2),

� az a valószín¶ségi változó b valószín¶ségi változóra vonatkozó feltételes s¶r¶ség-
függvényére a p(a|b) = f(a|b)(x)

jelölést.
A feltételes valószín¶ségekre vonatkozó de�niáló egyenleteket is általánosíthatjuk

feltételes s¶r¶ségfüggvényekre:

p(a|b) =
p(a, b)

p(b)
(5.2)

vagy szorzat alakban:
p(a, b) = p(a|b)p(b) (5.3)

A fentiekkel összahngban független valószín¶ségi változókra a de�náló összefüggések az
alábbi alakúak

p(a|b) = p(a) , p(b|a) = p(b) (5.4)
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Ebb®l következik, hogy független valószín¶ségi változók együttes valószín¶ségi s¶r¶ség-
függvénye szorzat alakú:

p(a, b) = p(a)p(b) (5.5)

Szükségünk lesz még valószín¶ségi változók együttes p(a, b) és marginális p(b) s¶-
r¶ségfüggvényeinek összefüggésére, amely a de�níció szerint:

p(b) =

∫
Ωa

p(a, b)da (5.6)

A fenti formula feltételes s¶r¶ségfüggvényekre is felírható:

p(b|c) =

∫
Ωa

p(a, b|c)da (5.7)

Végezetül több feltételre vonatkozó feltételes s¶r¶ségfüggvényekre is igaz a feltételes
és együttes s¶r¶ségfüggvényekre vonatkozó (5.3) összefüggés az alábbi alakban:

p(a, b|c) = p(a|b, c)p(b|c) (5.8)

A fenti jelölések és összefüggések használatával most már felírható a (5.1) klasszikus
Bayes formula feltételes s¶r¶ségfüggvényekre érvényes alakja:

p(a|b, c) =
p(a, b|c)
p(b|c)

=
p(a, b|c)∫
p(a, b|c)da

(5.9)

Ezt tovább alakíthatjuk a (5.8) összefüggés

p(a, b|c) = p(b|a, c)p(a|c)

speciális alakjával, hogy a feltételes s¶r¶ségfüggvényekre a paraméterbecslés céljára
használt Bayes formulát kapjuk:

p(a|b, c) =
p(b|a, c)p(a|c)∫
p(b|a, c)p(a|c)da

(5.10)

5.1.2.3. A láncszabály

A láncszabály a feltételes és együttes s¶r¶ségfüggvényekre vonatkozó (5.3) összefüg-
gés általánosítása több (N) valószín¶ségi változóra. A láncszabályt rekurzív módon
vezethetjük le a (5.3) egyenletb®l az alábbi módon:

p(xN , xN−1, . . . , x1) = p(xN |XN−1, . . . , x1)p(xN−1, xN−2, . . . , x1)

= p(xN |XN−1, . . . , x1)p(xN−1|xN−2, . . . , x1) . . . p(x1)

= · · ·

= (
N∏
k=2

p(xk|xk−1, . . . , x1))p(x1) (5.11)
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5.1.3. Dinamikus rendszerek prediktív Bayes modellje

Tekintsük az egyesz¶ség kedvéért csupán az egybemenet¶-egykimenet¶ (SISO) esetet.
Ekkor a lineáris id®invariáns rendszerek bemenet-kimenet modelljének Bayes féle alakja
az alábbi feltételes s¶r¶ségfüggvény:

p(y(k)|u(k), Dk−1) (5.12)

A fenti egyenlet alkalmas el®rebecslésre és szabályozótervezésre is, de nem szerepel-
nek benne a θ rendszerparaméterek. Az úgynevezett parametrizált bemenet-kimenet
modell már ezeket is tartalmazza a feltételes s¶r¶ségfüggvény feltételi részében:

p(y(k)|u(k), Dk−1, θ) (5.13)

Fontos megjegyezni, hogy a fenti parametrizált rendszermodellt, azaz a fenti feltételes
s¶r¶ségfüggvény alakját a Bayes paraméterbecslésnél adottnak tételezzük fel.

Figyeljük meg, hogy - mint eddig minden paraméterbecslési módszernél - itt is a
rendszer prediktív modelljével dolgozunk.

A nem parametrizált bemenet-kimenet modell a parametrizált alakból az alábbi
összefüggéssel kapható meg:

p(y(k)|u(k), Dk−1) =

∫
p(y(k), θ|u(k), Dk−1)dθ

=

∫
p(y(k), θ|u(k), Dk−1)p(θ|u(k), Dk−1)dθ (5.14)

Az els® tényez® a parametrizált rendszermodell, a másodikat kell paraméterbecsléssel
meghatározni.

Fontos emlékezni arra, hogy a θ paraméterek Bayes féle becslése pontosan a
p(θ|u(k), Dk−1) feltételes s¶r¶ségfüggvvény, amely azonban paraméterbecslés esetén
nem függ u(k)-tól, mint feltételt®l, hiszen az egy általunk beállított determinisztikus
változó, így

p(θ|u(k), Dk−1) = p(θ|Dk−1) (5.15)

5.1.4. Rekurziv paraméterbecslés a Bayes formulával

A θ paréterek, mint valószín¶ségi változók becslése Bayes értelemben a p(θ|Dk) feltéte-
les s¶r¶ségfüggvény a k id®pillanatig beérkezett Dk adatokra, mint feltételre vonatkoz-
tatva. Ezt a s¶r¶ségfüggvényt felírjuk úgy, hogy a feltételében szerepl® adatsorozatot
szétválasztjuk a jelen k id®pillanat és a k − 1 id®pillanatig beérkezett adatokra:

p(θ|Dk) = p(θ|y(k), u(k), Dk−1) = p(θ|y(k), Dk−1) (5.16)

az (5.15) összefüggést is �gyelembe véve.

Ezután a (5.10) formulát alkalmazzuk a b ∼ y(k), a ∼ θ, c ∼ Dk−1 szereposztással
és felhasználjuk a fenti (5.16) egyenletet is. Ekkor a következ® rekurzív paraméterbecs-
lési formulához jutunk:

p(θ|Dk) =
p(y(k)|Dk−1, θ)p(θ|Dk−1)∫
p(y(k)|Dk−1, θ)p(θ|Dk−1)dθ

(5.17)
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A fenti formula jobboldalán a következ®, �zikai értelemmel is bíró részek szerepelnek:

� p(θ|Dk−1) az el®z® k − 1 id®pillanatbeli becslés,

� p(y(k)|Dk−1, θ) az adott parametrizált rendszermodell,

� a nevez®ben pedig egy normalizálási tényez®.

A Bayes paraméterbecslés egy lépésre vonatkozó rekurzív (5.17) formuláját a lánc-
szabályhoz hasonló levezetéssel többször alkalmazva, az alábbi, nem rekurzív Bayes
paraméterbecslési formula adódik:

p(θ|DN) =
(
∏N

k=1 p(y(k)|Dk−1, θ))p0(θ)

NORM
(5.18)

ahol
p0(θ) = p(θ|Dk−1)

az úgynevezett prior vagy kezdeti becslés és NORM egy normalizáló tényez®.
A láncszabállyal (5.11) összehasonlítva meg�gyelhet®, hogy a (5.18) formula szám-

lálójában a mért y(k), k = 1, ..., N kimenetek p(yN |θ) együttes s¶r¶ségfüggvénye áll

p(yN |θ) =
N∏
k=1

p(y(k)|Dk−1, θ) (5.19)

hiszen a Bayes becslésnél is a rendszer prediktív modelljét használjuk fel.

5.1.4.1. A Bayes paraméterbecslés tulajdonságai

A Bayes paraméterbecslésnek az alábbi fontos, és a többi paraméterbecslési módszert®l
er®sen különböz® tulajdonságai vannak.

1. A becslési eljárás eredménye a p(θ|DN) feltételes valószín¶ségi s¶r¶ségfüggvény,
tehát nem valamely pontbecslés, hanem a teljes becsült függvény. Ez a mód-
szer elméleti ereje és alkalmazhatósági gyengesége egyben. Elméletileg a becsült
θ paraméterekre vonatkozó teljes statisztika rendelkezésre áll, nemcsak aszimpto-
tikusan, hanem véges esetben is, ehhez azonban egy függvényt kell(ene) minden
lépésben kiszámítani.

2. A becslés maga a Bayes formulából adódóan természetében rekurzív, végrahajtá-
sához a p(y(k)|Dk−1, θ) parametrizált rendszermodellen kívül a p0(θ) prior vagy
kezdeti becslés is szükséges. A prior becsléssel a paraméterekr®l rendelkezésünkre
álló technológiai, �zikai vagy üzemeltet®i tudás építhet® be a paraméterbecslés-
be elméletileg tiszta, és jól követhet® módon. Ritka az az eset, amikor valóban az
égvilágon semmit sem tudunk a paraméterek értékér®l, ilyenkor is általában meg-
adható valamely lehetséges érték tartomány, amely felett egyenletes, vagy igen
nagy szórású normális eloszlásfüggvényt adhatunk meg prior becslésként.

3. Belátható, hogy autoregressziós bemenet-kimenet modell és normális eloszlású
becslési hiba, valamint normális eloszlású prior becslés mellett a Bayes becslés a
standard rekurzív legkisebb négyzetes (LKN) becslésre vezet, tehát ilyen esetben
jól számítható.
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5.1.5. Maximum a posteriori becslés

A maximum a posteriori becslés a Bayes becslésb®l származtatható úgy, hogy a becslés
eredményeképpen kapott teljes p(θ|DN) valószín¶ségi s¶r¶ségfüggvény helyett annak
egy pontbecslését, méghozzá a maximum likelihood elve (legnagyobb valószín¶ség elve)
alapján képezett pontbecslését használjuk. Miután a teljes DN mért adat rekordban
csak az y(k), k = 1, ..., N kiemenetek tekinthet®k valóban függ® változóknak (a beme-
neteket paraméterbecslési célra elvileg tetsz®legesen megválaszthatjuk), ezért a Bayes
paraméterbecslés (5.18) nem rekurzív alakja a következ® formában is felírható a (5.19)
összefüggést is �gyelembe véve:

p(θ | yN) =
p(yN | θ)p0(θ)

p(yN)
∼ fy(θ; y

N)gθ(θ) (5.20)

Ebb®l a maximum likelihood elven képezett becslés a Maximum A Posteriori (MAP)
becslés:

θ̂MAP (yN) = arg max
θ

[
fy(θ; y

N)gθ(θ)
]

(5.21)

5.2. A segédváltozók módszere (Instrumental variable

method)

Ez a becslési módszer els®sorban korrelált mérési hibákkal terhelt esetekben alkalmaz-
ható, tehát akkor, amikor a hagyományos legkisebb négyzetes módszernél nem garan-
tálható a becslés aszimptotikus torzítatlansága. Ilyen esetekben a regresszor helyett
vagy mellett a mért adatoktól függ® alkalmas segédváltozókat vezetünk be, s a módszer
ezekt®l a segédváltozóktól kapta a nevét.

A segédváltozók módszerét egybemenet¶-egykimenet¶ paraméterekben lineáris
rendszereken mutatjuk be, de a módszer általánosítható nemlineáris és több kimenet¶
esetre is.

5.2.1. A predikciós hiba és a múltbeli adatok korreláltsága

Ideális, azaz nem színes predikciós hiba esetén a (4.13) teljes valószín¶ségi predikciós
modell garantálja az ε predikciós hiba és a Dk−1 múltbeli mért adatok statisztikai füg-
getlenségét. Gyakorlati szempontból ez azt jelenti, hogy a ŷ(k) becsült kimenet minden
információt tartalmaz, amit az addig mért adatokból kinyerhetünk. Ezt a meg�gyelést
általánosítva azt mondhatjuk, hogy akkor "jó" egy becslés, ha a becslési hiba független
(korrelálatlan) a múltbeli mért adatoktól.

Ha tehát azt találjuk, hogy a predikciós hiba színes zaj sorozat, azaz nem független
a múltbeli mért adatoktól, akkor választhatunk egy másik, a múltbeli mért adatoktól
függ® {ζ(k)} vektort és egy, a predikciós hibára alkalmazott α transzformációt úgy,
hogy a két sorozat korrelálatlan legyen, azaz

1

N

N∑
k=1

ζ(k)α(ε(k, θ)) = 0 (5.22)
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empirikus keresztkorrelációs együtthatók nullák legyenek. Ez azt jelenti, hogy az
α(ε(k, θ)), k = 1, ..., N skalár érték¶ sztochasztikus sorozat korrelálatlan a ζ(k), k =
1, ..., N vektor érték¶ sztochasztikus sorozat minden elem-sorozatával.

Ezután a θ paraméter vektor becslését úgy választjuk meg, hogy θ̂ kielégítse a a
fenti egyenletrendszert.

5.2.2. A segédváltozók és megválasztásuk

A segédváltozók módszerét a paraméterekben lineáris egybemenet¶-egykimenet¶ rend-
szerek

ŷ(k|θ) = ϕT (k)θ (5.23)

predikciós modelljének példáján mutatjuk be. A fenti modellben szerepl® θ paramé-
ter vektor LKN becslése az alábbi, a kvadratikus veszteségfüggvény minimalizálásából
származó lineáris egyenletrendszer megoldásaként állítható el®:

θ̂LKNN = sol

{
1

N

N∑
k=1

ϕ(k)[y(k)− ϕT (k)θ] = 0

}
(5.24)

A fenti egyenletben a "sol" szimbólum a az egyenletrendszer megoldását jelöli.
Tekintsük ezekután az (5.23) predikciós egyenletnek megfelel® olyan esetet, ahol a

predikciós hiba nem független a múltbeli mért értékekt®l, azaz

y(k) = ϕT (k)θ0 + ν0(k) (5.25)

ahol most ν0(k) korrelált ϕ(k)-val. Az el®z® szakasz ötletéb®l kiindulva válasszunk al-
kalmasan a (5.24) egyenlet megoldásához egy alkalmas korrelációs vektort, ζ(k)-t. A ζ
vektor elemeit segédváltozóknak nevezzük.

Ekkor a segédváltozók módszere szerinti becslés a

θ̂IVN = sol

{
1

N

N∑
k=1

ζ(k)[y(k)− ϕT (k)θ] = 0

}
(5.26)

egyenletrendszer megoldásaként kapható meg. Meg�gyelhet®, hogy a fenti (5.26) egyen-
let az (5.24) egyenlet általánosítása úgy, hogy a ϕ(k) regresszor els® el®fordulása helyett
a ζ(k) segédváltozó vektort szerepeltetjük.

Hasonlóan a LKN módszernél alkalmazott eljáráshoz, zárt alakban is megkaphatjuk
a becslést, azaz az (5.26) egyenlet megoldását:

θ̂IVN = sol

[
1

N

N∑
k=1

ζ(k)ϕT (k)

]−1

1

N

N∑
k=1

ζ(k)y(k) (5.27)

Eddig nem esett szó arról, hogy hogyan kell a segédváltozók ζ(k) vektorát megvá-
lasztani, pedig ez a módszer alkalmazásának kulcslépése. El®ször a becslés aszimp-
totikus torzítatlanságának követelményéb®l származó szükséges feltételt adunk, majd



5. FEJEZET. A BAYES BECSLÉS ÉS A SEGÉDVÁLTOZÓK MÓDSZERE 48

a következ® pontban foglalkozunk részletesen azzal a kérdéssel, hogy hogyan kell a
segédváltozókat a modell tulajdonságai alapján megválasztani.

Azt szeretnénk, ha a becslés aszimptotikusan torzítatlan lenne, ezért a segédválto-
zóktól megköveteljük az alábbi tulajdonságokat:

Eζ(k)ϕT (k) : nem szinguláris (5.28)

Eζ(k)ν0(k) = 0 (5.29)

Szavakban: a segédváltozóknak korrelálatlanoknak kell lenniük a predikciós hibával, de
korreláltaknak kell lenniük a regresszorral.

5.2.3. A segédváltozók megválasztása a modell alapján

A segédváltozók megválasztására a becslés aszimptotikus torzítatlanságának követel-
ményéb®l ered® (5.29) megkötéseknek elvileg végtelen sok ζ(k) segédváltozó vektorral
eleget tehetünk.

Ezen túlmen® feltétel olvasható ki a becslés elvi alapjait leíró (5.26) egyenlet és a
LKN becslést jellemz® (5.24) egyenlet összehasonlításából: a segédváltozók ζ(k) vekto-
rának mérete azonos kell legyen a ϕ(k) regresszor méretével (és egyben a becsülend® θ
paraméterek számával):

dim ζ(k) = dimϕ(k) = dim θ

A segédvektor fenti feltételeknek eleget tev®, de az adott alkalmazás igényeinek leg-
jobban megfelel® megválasztására ugyanakkor nincs általános szabály: ezt mindenkor az
adott feladatról rendelkezésünkre álló el®zetes ismeretek és a mérnöki intuíció alapján
végezzük.

A modellr®l rendelkezésünkre álló ismeretek �gyelembe vételének lehet®ségét a leg-
egyszer¶bb példán, egy egybemenet¶-egykimenet¶ ARMAX modellel leírható rendszer
példáján mutatjuk be. Legyen a rendszert leíró bemenet-kimenet modell alakja az
alábbi ARMAX modell:

y(k) = −a1y(k − 1)− ...− anay(k − na) +

+b1u(k − 1) + ...+ bnbu(k − nb) + c0e(k) + ...+ cnce(k − nb) (5.30)

ahol e(k), k = 1, ..., N fehérzaj sorozat. Ez esetben tehát most az alábbi regresszorral,
paramétervektorral és predikciós hibával van dolgunk:

ϕ(k) = [−y(k − 1) ... − y(k − na) u(k − 1) ... − u(k − nb)]T , (5.31)

θ0 = [a1 ... ana b1 ... bnb ]
T , (5.32)

ν0(k) = c0e(k) + ...+ cnce(k − nb) (5.33)

és a predikciós hiba nyilvánvalóan korrelált a regreszorban lév® y(k − i), i = 1, ..., na
mért kimenetekkel.

Ezért a segédváltozók vektorában csak a kimeneteknek megfelelel® elemeket cserél-
jük ki új segédváltozókra, hiszen a bemeneteket paraméterbecslési célra a predikciós
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hibától függ®en mi választjuk meg. A segédváltozókat pedig úgy célszer¶ megválaszta-
ni, hogy "hasonlítsanak" dinamikájukban a kimenetekre, de mégse legyenek korreláltak
ν0(k)-val. Így az alábbi választással élhetünk:

ζ(k)[−v(k − 1) ... − v(k − na) u(k − 1) ... − u(k − nb)]T ,

v(k) = K(q−1)u(k) =
E(q−1)

F (q−1)
u(k) (5.34)

ahol K(q−1) egy alkalmas lineáris id®invariáns (állandó együtthatós) sz¶r®, úgy hogy
az E(q−1) számláló polinom foka a B(q−1), a F (q−1) nevez® polimon foka pedig az
A(q−1) polinom fokával legyen egyenl®, azaz

degE(q−1) = degB(q−1) = na , degF (q−1) = degA(q−1) = nb

Az (5.34) sz¶r® és a (5.30) rendszermodell összehasonlításával látható, hogy a
K(q−1) sz¶r® optimális megválasztása pont a

Kopt(q
−1) =

B(q−1)

A(q−1)

ha a valódi B(q−1) és A(q−1) rendszerpolinomokat ismernénk.
A v(k) segédváltozókra vonatkozó szükséges (5.29) feltételeket ugyan a K(q−1) sz¶-

r® valamennyi értékére teljesíti a segédváltozó vektor, de a segédváltozók akkor lesznel
"jók", azaz hasonlóak a megfelel® kimenetekhez, ha a becsülend® rendszerparaméte-
rekr®l elegend®en jó el®zetes tudás (a priori ismeret) áll rendelkezésünkre, és a sz¶r®t
ennek megfelel®en tervezzük.



6. fejezet

Nemlineáris modellek paramétereinek

becslése

A nemlineáris és paraméterekben nemlineáris rendszerek paramétereinek becslése az
általános paraméterbecslési optimalizálási feladat megoldását igényli. Ez a fejezet tár-
gyalja a becslés alapelvét és a megoldására leggyakrabban használt gradiens módszert.

A fejezetben a paraméterbecslési módszereket az egybemenet¶-egykimenet¶ dina-
mikus rendszerek példáján mutatjuk be. A több bemenet¶ több kimenet¶ eset a 3.4
pontban bemutatott módon vezethet® vissza a tárgyalt esetre.

6.1. A becslés alapelve

A nemlineáris, ezen belül is különösen a paraméterekben nemlineáris dinamikus rend-
szerek paramétereinek becslése a 2. fejezetben kit¶zött általános paraméterbecslési
feladat, mint optimalizálási feladat megoldását igényli. A következ®kben pontosan ki-
t¶zzük az ilyen esetben megoldandó optimalizálási feladatot, és tekintjük ennek a leg-
kisebb négyzetek elvén alapuló legegyszer¶bb speciális esetét. Ezek után áttekintjük a
megoldás lehetséges elvi útjait.

6.1.1. A paraméterbecslés, mint nemlineáris optimalizálási fel-
adat

A nemlineáris dinamikus rendszerek paramétereinek becslését, mint optimalizálá-
si feladatot, szabványos algoritmikus feladatkit¶zés formájában fogalmazzuk meg a
következ®képpen.

Adott:

1. EgyDN mért érték sorozat, avagy minta, amely azN id®pillanatig mért bemenet-
kimenet párokat tartalmazza, azaz DN = {(y(k), u(k))|k = 1, . . . , N};

2. A (2.8) egyenlet szerinti prediktiv modell

ŷ(k|θ) = g(k,Dk−1; θ) (6.1)

50
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formában, ahol g(.) adott nemlineáris skalár érték¶ függvény, amely a nemlineáris
bemenet-kimenet modellb®l származtatható.

Ennek speciális esete az eddig tárgyalt módszerekkel is kezelhet® úgynevezett pa-
raméterekben lineáris eset, amelynél a fenti egyenlet az alábbi speciális alakot
ölti:

ŷ(k|θ) = θTg∗(k,Dk−1; θ)

egy másik g∗(.) adott mért adatokban nemlineáris vektor érték¶ függvénnyel;

3. Ebb®l és a mért kimenetekb®l számolható a predikciós hiba sorozat

ε(k, θ) = y(k)− ŷ(k|θ) (6.2)

4. Egy veszteségfüggvény

VN(θ,DN) =
1

N

N∑
k=1

`(ε(k, θ)) (6.3)

alkalmas `(.) vektornormával.

Fontos megjegyezeni, hogy a vektornorma megválasztása az, ami módszerfügg®.
A legkisebb négyzetes elv¶ becslésnél az euklideszi normával dolgozunk, azaz

`(ε) =
1

2
ε2 (6.4)

Keressük:

azt a paraméterbecslési módszert, amely a mért értékekb®l el®állít egy

θ̂modsz(D
N)

becslést úgy, hogy
θ̂modsz(D

N) = arg min
θ
VN(θ,DN) (6.5)

azaz a becsült paraméter érték mellett lesz a veszteségfüggvény minimális.

A fenti általánosan kit¶zött paraméterbecslési optimalizálási feladatot a következ®k-
ben abban a speciális, és az eddigi módszerekkel nem kezelhet® esetben vizsgáljuk és
oldjuk meg, mikor egy paraméterekben nemlineáris, de állandó paraméter¶ egybement¶-
egykimenet¶ rendszer paramétereit a legkisebb négyzetes elv¶ becsléssel becsüljük. Ekkor
a (6.3) általános veszteségfüggvény az alábbi alakot ölti:

VN(θ,DN) =
1

N

N∑
k=1

1

2
[y(k)− g(k,Dk−1; θ)]2 (6.6)

és ekkor

θ̂LKN(DN) = arg min
θ

1

N

N∑
k=1

1

2
[y(k)− g(k,Dk−1; θ)]2 (6.7)
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6.1.2. Az optimalizálási feladat lehetséges megoldási útjai

Az adott DN minta melletti (6.7) optimalizálási feladat célfüggvénye ugyan látszólag
kvadratikus, a nemlineáris g(k,Dk−1; θ) függvény jelenléte miatt azonban analitikusan
általában nem megoldható. A kvadratikus forma azonban általánosságban is garantálja
a minimum létezését, csak esetleg - mint a gyakorlati esetekben nagyon sokszor - több
lokális minimum is van. Megjegyezzük, hogy a paraméterekben nemlineáris esetben az
analitikus megoldás el®állítható egy lineáris egyenletrendszer megoldásaként (lásd 3.
fejezet).

Analitikus megoldás hiányában az optimalizálási feladatot numerikus közelít®
eljárásokkal oldhatjuk meg, az alábbi, elvileg különböz® két módon.

1. Nemlineáris egyenletrendszer megoldására vezet® út
Ez esetben az optimum szükséges feltételét jelent®

1

N

N∑
k=1

1

2
[y(k)− g(k,Dk−1; θ)]

∂g

∂θj
= 0 , j = 1, . . . , N (6.8)

nemlineáris egyenletrendszert kell megoldani. A közelít® megoldás többféle nu-
merikus módszerrel is elvégezhet®.

Minden esetben problémát jelent azonban, hogy a megoldás általában nem egy-
értelm¶, és a konvergencia gyorsasága (és az, hogy melyik megoldáshoz konver-
gál) er®sen függ a kezdeti becslést®l, azaz attól, hogy mennyi információnk van
a paraméterek lehetséges és valószín¶ értekeir®l.

2. Direkt megoldás a VN(θ,DN) veszteségfüggvény θ szerinti minimalizálásával
Ez a feladat numerikus függvényminimalizáló eljárásokkal, például az úgyneve-
zett gradiens módszerrel (ezt tárgyaljuk ebben a fejezetben) oldható meg.

Itt is problémát jelent, hogy úgynevezett globális optimalizálási eljárásokra van
szükség a több lehetséges lokális minimum miatt. A globális optimalizáló el-
járások azonban algoritmikusan nagybonyolultságúak az általános esetben, ez
mutatja a paraméterbecslési feladat nehézségét.

6.2. Megoldás a gradiens módszerrel

A gradiens módszer egy általános függvény széls®érték (minimum vagy maximum) ke-
res® eljárás, amely egy lokális (azaz nem globális) széls®érték megkeresésére alkalmas.
A következ®kben tárgyaljuk a gradiens módszert általánosságban, majd bemutatjuk,
hogy hogyan alkalmazható a módszer az általános, nemlineáris, legkisebb négyzetes
elv¶ paraméterbecslési feladat megoldására.

6.2.1. A gradiens módszer

A gradiens módszer egy skalárérték¶ többváltozós függvény úgynevezett gradiens vek-
toráról kapta a nevét. Legyen adott egy

G : Rm → R
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6.1. ábra. A gradiens vektor és a gradiens vektor mez®

többváltozós skalárérték¶ nemlineáris függvény. Ennek gradiense (pontosabban gradi-
ens vektora) valamely x∗ ∈ Rm pontban a

GX(x∗) = ~grad G(x∗) = [
∂G

∂x1

(x∗) . . .
∂G

∂xm
(x∗)]T (6.9)

m-dimenziós vektor, ahol xi az x vektor i-edik koordinátája. A gradiens vektor a G
függvény, mint az (m+1)-dimenziós Rm+1 térben értelmezett felület x∗ pontjában húzott
érint®k közül a legmeredekebb irányába mutat.

A 6.1. ábra egy álló forgási paraboloid felületet mutat. Meghúztuk a felület egy
pontjában a gradiens vektort is, az ábra jobb oldali részében pedig a gradiens mez®,
azaz az egyes értelmezési pontokban húzható gradiens vektorok vetületei láthatóak.

A G függvény görbületét, azaz konvex vagy konkáv voltát valamely x∗ ∈ Rm pont-
ban a HG = GXX mátrix, az úgynevezett Hesse mátrix mutatja, amelynek ij-edik
eleme

[GXX ]ij =
∂2G

∂xi∂xj
(6.10)

A G függvénynek minimuma (lehet, hogy csak lokális minimuma) van az x∗ pont-
ban, ha

~grad G(x∗) = ~0 és GXX(x∗) > 0

azaz GXX(x∗) Hesse mátrix pozitív de�nit.

A gradiens módszer maga egy iteratív közelít® módszer egy többváltozós függvény
széls®értékének meghatározására. Használatához szükség van

� egy alkalmas x0 kezd®értékre,
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� egy ε pontossági korlátra,

� egy δ lépésközre.

Az algoritmus f® lépései minimumkeresés estén a következ®k:

1. Legyen i := 0, ahol i az iterációs lépések száma és xi = x0

2. Számítsuk ki a veszteségfüggvény xi pontbeli ~GX(xi) gradiensvektorát.

3. Ha a gradiensvektor már "elég kicsi", azaz

||~GX(xi)|| < ε (6.11)

akkor elértük a minimumot, és xmin = xi.

4. Egyébként lépünk egyet a negatív gradiens irányába, azaz

xi+1 = xi − ~GX(xi)δ (6.12)

megnöveljük a számlálót, azaz i := i+ 1, majd a 2. lépést®l folytatjuk.

6.2.2. A veszteségfüggvény minimalizálása gradiens módszerrel

A VN(θ,DN) veszteségfüggvény θ szerinti minimalizálására is könny¶szerrel használ-
hatjuk a fenti gradiens módszer algoritmusát az alábbi megfeleltetésekkel:

VN(θ,DN) ∼ G(x) (6.13)

θ ∼ x (6.14)

Ekkor a paraméterbecsléshez a modellszerkezeten, azaz a VN(θ,DN) veszteségfügg-
vény konkrét alakján kívül az alábbi induló (a priori) adatokra van szükségünk:

� egy alkalmas θ0 kezd® paramétervektor értékre,

� egy ε pontossági korlátra,

� egy δ lépésközre a paraméterek terében.

Fontos megjegyezni, hogy a gradiens módszer

� lokális széls®érték keres® módszer, azaz a becsült paraméterérték függhet a kezdeti
érték jó, azaz a valódi érték közeli megválasztásától,

� egy iterációs lépés polinomiális id®bonyolultságú, és a gyakorlati algoritmusok
gondoskodnak a δ lépésköz megfelel® változtatásáról, azaz a minimum közelében
megfelel® csökkentésér®l.
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6.3. Nemlineáris modellek munkapont körüli linearizá-

lása

A nemlineáris modellek paramétereinek becslését gyakran munkapont körül linearizált
változatuk segítségével végezzük, hiszen a lineáris, de legalábbis paraméterekben line-
áris modellek becslésére számos hatékony és aszimptotikusan torzítatlan módszer áll
rendelkezésre.

A következ®kben azt mutatjuk be a nemlineáris prediktív modellek példáján, hogy
hogyan végezzük a linearizálást.

Linearizálhatunk mind algebrai, mind di�erenciálegyenleteket az értelmezési tarto-
mányuk tetsz®leges pontja körül, mégis általában egy úgynevezett stacionárius vagy
állandósult állapotnak megfelel® pontot választunk, azaz úgynevezett munkapont kö-
rüli linearizálást végzünk.

Irányítási feladatoknál, így dinamikus rendszerek paramétereinek becslésénél is ál-
talában x̃ munkapont körüli, azaz úgynevezett perturbációs változókkal dolgozunk,
amelyeket valamely x0 referencia pont vagy állandósult állapottól való eltérésükkel de-
�niálunk:

x̃ = x− x0 (6.15)

ahol x0 az x változó állandósult állapotbeli értéke. Néha a normalizált formát használ-
juk, ahol

x̃ =
x− x0

x0

(6.16)

hogy biztosítsuk a perturbációs változók dimenziómentességét. A perturbációs válto-
zók tehát az x0 állandósult állapottól való eltérést jelentik.

A linearizálás a linearizálandó nemlineáris függvény állandósult állapot körüli Tay-
lor sorfejtésén alapszik. Egy egyváltozós dinamikus nemlineáris y = f(x, t) függvénynél
az x változó szerinti Taylor sorfejtés az alábbi alakban írható:

f(x, t) = f(x0, t) +
df

dx

∣∣∣∣
x0

(x− x0) +
d2f

dx2

∣∣∣∣
x0

(x− x0)2

2!
+ . . . (6.17)

ahol x0 a referencia pont és
dif
dxi

az f függvény x szerinti i. parciális deriváltja, amelyet
az x0 referencia pontban veszünk.

A fenti sorfejtés els® két tagja utáni magasabbrend¶ tagok elhanyagolásával kapjuk
a lineáris közelítést:

f(x, t) ' f(x0, t) +
df

dx

∣∣∣∣
x0

(x− x0) (6.18)

és így az eredeti nemlineáris egyenlet az

y = f(x0, t) +
df

dx

∣∣∣∣
x0

(x− x0) (6.19)

formulával közelíthet®, azaz

(ỹ + y0) = f (x0, t) +
df

dx

∣∣∣∣
x0

(x− x0) (6.20)
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mivel
y0 = f(x0, t) és ỹ = y − y0 (6.21)

Végül a fenti egyenletekb®l azt kapjuk, hogy

ỹ =
df

dx

∣∣∣∣
x0

x̃; (6.22)

amely a végs® linearizált egyenlet az x̃ perturbációs változóval kifejezve.

A fenti (6.22) egyenletet könnyedén általánosítjuk többváltozós f(x1, . . . , xn, t) ese-
tére is:

ỹ = J |x0 (x̃); (6.23)

ahol J a függvény úgynevezett Jacobi mátrixa (ez esetben sorvektor), amelynek iedik
eleme a megfelel® xi változó szerinti parciális derivált, azaz

Ji =
∂f

∂xi

A fenti egyszer¶ általános elvet alkalmazzuk most a nemlineáris

ŷ(k|θ) = g(k,Dk−1; θ) (6.24)

prediktor linearizálására.
Innentol kezdve elvesztettem a fonalat, a jelolesek nem egyertelmuek El®ször is de-

�niálunk (keresünk) egy alkalmas x∗ munkapontot:

(y, u, θ) (6.25)

D
N

= {y(k) = y, u(k) = u|k = 1, . . . , N} (6.26)

Ezek után alkalmazzuk a (6.23) többváltozós lineáris Taylor közelítést a (6.24) for-
mula linearizálására:

˜̂y(k|θ) =
k∑
i=1

[
∂g

∂u(i)

∣∣∣∣
x∗

ũ(i) +
∂g

∂y(i)

∣∣∣∣
x∗

ỹ(i)

]
(6.27)

felhasználva azt, hogy a θ paraméterek nem változnak, azaz θ̃ = 0. Valamivel le kene
zarni a fejezetet



7. fejezet

Dinamikus rendszerek paramétereinek

rekurzív becslése

7.1. Bevezetés

A rekurzív paraméterbecslések alkotják a fejezet tárgyát. Az ilyen módszerek nem
igénylik egyszerre az összes rendelkezésünkre álló mérési adatot, így nincs szükség azok
tárolására, hanem az új becslést a régi becslésb®l és az azóta beérkezett adatokból re-
kurzív módon állítják el®. Ezen gyakorlati szempontból nagyfontosságú módszerosztály
speciális technikákat igényel, és a becslések tulajdonságainak elméleti vizsgálata is igen
nehéz. Rekurzív becslésekkel kezelhet®ek az id®ben lassan változó, de nem szigorúan
id®invariáns rendszerek paraméterbecslésének esetei is.

7.1.1. A rekurzív paraméterbecsl® algoritmusok általános alakja

A rekurzív paraméterbecslési eljárások általános alakja a következ®

θ̂(k) = F (θ̂(k − 1), S(k), Z(k)) (7.1)

S(k) = H(S(k − 1), θ̂(k − 1), Z(k)) (7.2)

ahol θ̂(k) a becsült paramétervektor értékét, Z(k) a rendelkezésre álló mérési adatok
értékét jelöli a k-adik id®pillanatban, S(k) pedig ún. segédváltozó (auxiliary variab-
le). F és H valamilyen elv szerint megválasztott vektor bemenet¶ és vektor érték¶
függvényeket jelöl. A rekurzív paraméterbecslés alapproblémája az F és H függvények
megválasztása.

Látható, hogy a becsült paramétervektor értékének frissítéséhez csak az el®z® id®pil-
lanatban rendelkezésre álló becsült paramétervektor- és segédváltozó értékek valamint
az aktuális mért adatok szükségesek.

7.1.2. A rekurzív paraméterbecslés el®nyei és hátrányai

El®nyök

57
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� Az adatok feldolgozása "on-line" módon történik, nincs szükség nagy mennyisé-
g¶ adat tárolására. Az algoritmus m¶ködése közben is eldönthet®, hogy mikor
érte el a becslés a kívánt pontoságot.

� A rekurzív algoritmusok a modell-struktúra �nomítását is kisebb számítás- és
id®igénnyel végzik el, mint nemrekurzív megfelel®ik.

Hátrányok

� Egy adott rekurzív algoritmus futattásakor még az indítás el®tt el kell dönte-
ni, hogy milyen modell-struktúrát használunk, míg "o�-line" esetben különböz®
struktúrákat is kipróbálhatunk.

� A rekurzív algoritmusok (kevés kivétellel) nem adnak olyan pontos becslést, mint
a nemrekurzív módszerek. Kell®en nagy adatrekordok esetén ez a különbség
azonban jelentéktelenné válik.

7.2. A rekurzív legkisebb négyzetek módszere

Az algoritmus levezetése el®tt ismételjük át röviden a legkisebb négyzetek módszerén
alapuló paraméterbecslés problémafelvetését, és a megoldást (részletesen ld. a 3. fe-
jezetben)! A dinamikus rendszerek széles osztályát diszkrét id®ben leíró regressziós
modell a következ®:

y(k) = θTϕ(k) + v(k) (7.3)

A paraméterbecslés súlyozott célfüggvénye

VN(θ) =
1

N

N∑
k=1

αk
[
y(k)− θTϕ(k)

]
(7.4)

alakban írható. A paramétervektor legkisebb négyzetes becslését adó statisztika (7.4)
minimuma θ-ra nézve:

θ̂LS(N) =

[
N∑
k=1

αkϕ(k)ϕT (k)

]−1 N∑
k=1

αkϕ(k)y(k) (7.5)

amelynek kiszámításához tárolni kell a rendelkezésre álló mérési adatokat az 1-t®l az
N-dik id®pillanatig. A következ®kben megmutatjuk, hogy (7.5) rekurzív alakra ((7.1)-
(7.2)) hozható.

Vezessük be a következ® jelölést:

R̄(t) =
t∑

k=1

αkϕ(k)ϕT (k) (7.6)
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(7.5)-b®l kapjuk:
N∑
k=1

αkϕ(k)y(k) =

[
N∑
k=1

αkϕ(k)ϕT (k)

]
︸ ︷︷ ︸

R̄(N)

θ̂(N) (7.7)

Ha az összegzést N helyett t− 1-ig végezzük, a következ® egyenletet kapjuk:

t−1∑
k=1

αkϕ(k)y(k) = R̄(t− 1)θ̂(t− 1) (7.8)

(7.6)-ból következik, hogy

R̄(t− 1) = R̄(t)− αtϕ(t)ϕT (t) (7.9)

(7.7)-bol kiindulva a fenti összefüggések felhasználásával kapjuk:

θ̂(t) = R̄−1(t)

[
t∑

k=1

αkϕ(k)y(k)

]
=

= R̄−1(t)

[
t−1∑
k=1

αkϕ(k)y(k) + αtϕ(t)y(t)

]
=

= R̄−1(t)
[
R̄(t− 1)θ̂(t− 1) + αtϕ(t)y(t)

]
=

= R̄−1(t)
[(
R̄(t)− αtϕ(t)ϕT (t)

)
θ̂(t− 1) + αtϕ(t)y(t)

]
=

= R̄−1(t)
[
R̄(t)θ̂(t− 1)− αtϕ(t)ϕT (t)θ̂(t− 1) + αtϕ(t)y(t)

]
=

= R̄−1{R̄(t)θ̂(t− 1) + αtϕ(y)
[
−ϕT (t)θ̂(t− 1) + y(t)

]
} =

= θ̂(t− 1) + R̄−1(t)ϕ(t)αt

[
y(t)− θ̂T (t− 1)ϕ(t)

]

(7.10)

(7.6)-b®l és (7.10)-b®l adódik a rekurzív legkisebb négyzetek algoritmusának els® alak-
ja, amely már megfelel a (7.1)-(7.2) egyenletek formátumának.

θ̂(t) = θ̂(t− 1) + R̄−1(t)ϕ(t)αt

[
y(t)− θ̂T (t− 1)ϕ(t)

]
(7.11)

R̄(t) = R̄(t− 1) + αtϕ(t)ϕT (t) (7.12)

A gyakorlatban mégsem ezt az alakot használják, mivel minden lépésében egy kvad-
ratikus mátrixot (R̄) kell invertálni, ami a számításigény szempontjából nem kedvez®.
Az algoritmus gyorsabban számítható változatának megtalálásához segítséget nyújt a
következ® lineáris algebrai tétel.

Tétel: Mátrix inverziós lemma Legyenek A,B,C és D olyan mátrixok, hogy az
[A+BCD] mátrix létezik, kvadratikus és invertálható, valamint A és C invertálható.
Ekkor igaz a következ® egyenl®ség

[A+BCD]−1 = A−1 − A−1B
[
DA−1B + C−1

]−1
DA−1 (7.13)
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Bizonyítás: Szorozzuk meg az egyenl®ség mindkét oldalát jobbról [A+BCD]-vel. �

Vezessük be a következ® jelölést:

P (t) = R̄−1(t) (7.14)

Ekkor igazak a következ® egyenl®ségek:

P−1(t) = P−1(t− 1) + αtϕ(t)ϕT (t) (7.15)

P (t) =
[
P−1(t− 1) + ϕ(t)αtϕ

T (t)
]−1

(7.16)

Ha a mátrix inverziós lemmát (7.16)-re alkalmazzuk, a következ® kifejezést kapjuk:

P (t) = P (t− 1)− P (t− 1)ϕ(t)

[
ϕT (t)P (t− 1)ϕ(t) +

1

αt

]−1

ϕT (t)P (t− 1) =

= P (t− 1)− P (t− 1)ϕ(t)ϕT (t)P (t− 1)
1
αt

+ ϕT (t)P (t− 1)ϕ(t)
(7.17)

Ezzel eljutottunk a rekurzív legkisebb négyzetes becslés algoritmusának gyakorlatban
használt formájához:

P (t) = P (t− 1)− P (t− 1)ϕ(t)ϕT (t)P (t− 1)
1
αt

+ ϕT (t)P (t− 1)ϕ(t)
(7.18)

θ̂(t) = θ̂(t− 1) + αtP (t)ϕ(t)
[
y(t)− θ̂T (t− 1)ϕ(t)

]
(7.19)

7.2.1. A kezdeti feltételek megválasztása

A (7.18) és (7.19) egyenletekb®l jól látszik, hogy az algoritmus indításakor (a t0 id®pil-
lanatban) szükség van P mátrix és θ̂ vektor kezdeti értékére, amib®l a további értékeket
számítjuk. A kezdeti feltételek megválasztásának szokásos módja a következ®:

P (t0) =

[
t0∑
k=1

αkϕ(k)ϕT (k)

]−1

(7.20)

θ̂(t0) = P (t0)

t0∑
k=1

αkϕ(k)y(k) (7.21)

ami nem más, mint egy néhány mintán elvégzett hagyományos (nemrekurzív) legkisebb
négyzetes becslés. Így garantálható, hogy a rekurzív algoritmus becsült paraméterének
kezdeti értéke nem lesz túlságosan távol a valódi paraméterértékt®l.

Ha az adatok tárolására, és így a (7.20)-(7.21) egyenletekben leírt számítások el-
végzésére nincs lehet®ség, akkor tetsz®leges P (t0) invertálható mátrix és tetsz®leges
θ̂(t0) vektor választása esetén garantált a konvergencia a valódi paraméterértékhez (a
konvergencia gyorsasága azonban függ a kezdeti értékek megválasztásától).
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7.3. A rekurzív gradiens módszer

7.3.1. Problémafelvetés

A legkisebb négyzetes paraméterbecslés kritériumfüggvényének minimalizálásakor
nagyban megkönnyítette a helyzetünket, hogy a regressziós modellben a prediktor ki-
menete lineárisan függ a paramétervektor elemeit®l. A gyakorlatban azonban sokszor
adódik olyan modell, amikor ez a lineáris összefüggés nem teljesül. Mi a teend® ilyen-
kor? Ha a kvadratikus kritériumfüggvény (VN(θ) = 1

N

∑N
k=1 [y(k)− ŷ(k|θ)]2) anali-

tikusan nem minimalizálható, akkor célszer¶ valamilyen numerikus széls®érték-keres®
eljárást alkalmazni (ld. 6). Azonban a nemrekurzív megoldások nagy számítás- és id®-
igénye gyakran nem teszi lehet®vé gyakorlati alkalmazásukat. Szerencsére ebben az
esetben is rendelkezésünkre állnak az algoritmusok kedvez®bb számítási tulajdonsá-
gokkal rendelkez® rekurzív változatai, amelyek közül a gradiens módszert mutatjuk be
(bizonyítás nélkül). A predikciós hiba de�níciója a következ® volt:

ε(k, θ) = y(k)− ŷ(k|θ) (7.22)

ψ-vel jelöljük ε(k, θ) θ szerinti negatív parciális deriváltját:

ψ(k, θ) =

[
− d

dθ
ε(k, θ)

]T
(7.23)

Mivel θ valódi értékét nem ismerjük, az eljárásban ε-t és ψ-t a következ®képpen köze-
lítjük:

ε̂(k, θ̂) = y(k)− ŷ(k|θ̂(k − 1)) (7.24)

ψ̂(k, θ̂) =

[
− d

dθ̂(k − 1)
ε̂(k, θ̂)

]T
(7.25)

(7.26)

A paraméterbecsl® algoritmus a következ®:

P (k) = P (k − 1)− P (k − 1)ψ̂(k, θ̂)ψ̂T (k, θ̂)P (k − 1)

1 + ψ̂T (k, θ̂)P (k − 1)ψ̂(k, θ̂)
(7.27)

θ̂(k) = θ̂(k − 1) + P (k)ψ̂(k, θ̂)ε̂(k, θ̂) (7.28)

Az algoritmus indításához szükséges P és θ̂ kezdeti értékének megválasztása, amikt®l
függ a konvergencia gyorsasága.

7.4. Id®ben változó paraméterek becslése

7.4.1. Problémafelvetés

Az eddig tárgyalt valamennyi identi�kációs eljárásnál azt feltételeztük, hogy a becsülni
kívánt paraméter(vektor) valódi értéke (vagy várható értéke) id®ben konstans. Ha fel-
tesszük, hogy a paramétervektor értéke id®ben változhat, akkor ezekkel az eljárásokkal
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nem tudjuk követni az id®beli változásokat, hiszen mindegyikük egy pontbecslést ad a
paraméterek értékeire. Olyan algoritmusokra van tehát szükség, amelyek minden diszk-
rét id®pillanathoz rendelnek becsült paraméter értéket (amely követi a változásokat).
A következ®kben e probléma néhány gyakran használt megoldását ismertetjük.

7.4.2. Csúszóablakos paraméterbecslés

A csúszóablakos megoldás lényege, hogy a paramétervektor adott id®pillanatbeli ér-
tékének becslését csak a legutolsó N db meg�gyelés �gyelembevételével végezzük. Az
ennél régebbi méréseket egyszer¶en �gyelmen kívül hagyjuk. Az identi�kációs algorit-
mus lehet bármely eddig tárgyalt nemrekurzív vagy rekurzív módszer. Minél nagyobb a
csúszóablak mérete (azaz az egy becsléshez �gyelembe vett adatok száma), annál pon-
tosabb a paraméterbecslés, azonban annál lassabban követhet®k paraméterek id®beli
változásai.

7.4.3. Fokozatos "felejtés"

Ebben az esetben a régi mérési adatok az id® el®rehaladtával egyre kisebb súlyt kapnak
a paraméterbecslésben, azaz fokozatosan "felejt®dnek el".

7.4.3.1. Rekurzív legkisebb négyzetek módszere

A módszer megértéséhez tekintsük a következ® súlyozott négyzetes kritériumfüggvényt:

VN(θ) =
N∑
k=1

β̄(N, k)[y(k)− θTϕ(k)]2 (7.29)

ahol rögzített N esetén β̄(N, k) monoton n® k növekedésével.
(7.29) minimuma θ-ra nézve adja a legkisebb négyzetes megoldást:

θ̂(N) =

[
N∑
k=1

β̄(N, k)ϕ(k)ϕT (k)

]−1 [ N∑
k=1

β̄(N, k)ϕ(k)y(k)

]
(7.30)

(7.30) rekurzív alakba való átírásához vezessünk be néhány jelölést. El®ször írjuk fel
β̄(t, k)-t a következ®képp:

β̄(t, k) = λ(t)β̄(t− 1, k) (7.31)

Ekkor igaz a következ®:

β̄(t, k) =

[
t∏

j=k+1

λ(j)

]
αk, αk = β̄(k, k), λ(k) ≤ 1 (7.32)

Ha λ(k) = λ, akkor
β̄(t, k) = λt−kαk (7.33)

ahol λ az ún. felejtési tényez® (forgetting factor).
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Vezessük be a következ® jelölést:

R̄(t) =
t∑

k=1

β̄(t, k)ϕ(k)ϕT (k) (7.34)

Ekkor igazak a következ® egyenl®ségek:

R̄(t) = λ(t)R̄(t− 1) + αtϕ(t)ϕT (t) (7.35)

θ̂(t) = R̄−1(t)

[
t−1∑
k=1

β̄(t, k)ϕ(k)y(k) + αtϕ(t)y(t)

]
=

= R̄−1(t)

[
λ(t)

t−1∑
k=1

β̄(t− 1, k)ϕ(k)y(k) + αtϕ(t)y(t)

]
=

= R̄−1(t)
[
λ(t)R̄(t− 1)θ̂(t− 1) + αtϕ(t)y(t)

]
=

= R̄−1(t)
[
R̄(t)θ̂(t− 1) + αtϕ(t)

[
y(t)− ϕT (t)θ̂(t− 1)

]]
=

= θ̂(t− 1) + R̄−1(t)ϕ(t)αt

[
y(t)− ϕT (t)θ̂(t− 1)

]
(7.36)

Legyen P (t) = R̄−1(t). Ekkor

P−1(t) = λ(t)P−1(t− 1) + αtϕ(t)ϕT (t) (7.37)

P (t) =
[
λ(t)P−1(t− 1) + αtϕ(t)ϕT (t)

]−1
(7.38)

Alkalmazzuk mátrix inverziós lemmát (7.13) (7.38)-re. Ekkor a következ®t kapjuk:

P (t) =
1

λ(t)
P (t− 1)−

1

λ(t)
P (t− 1)ϕ(t)ϕT (t)P (t− 1)

1

λ(t)

ϕT (t)
1

λ(t)
P (t− 1)ϕ(t) +

1

αt

(7.39)

Az exponenciális felejtéssel m¶köd® rekurzív legkisebb négyzetes algoritmus tehát a
következ®képp összegezhet®:

P (t) =
1

λ(t)

[
P (t− 1)− P (t− 1)ϕ(t)ϕT (t)P (t− 1)

λ(t)
αt

+ ϕT (t)P (t− 1)ϕ(t)

]
(7.40)

θ̂(t) = θ̂(t− 1) + αtP (t)ϕ(t)
[
y(t)− ϕT θ̂(t− 1)

]
(7.41)

A kezdeti feltételek megválasztására ebben az esetben is igazak a 7.2.1-ben leírtak. To-
vábbi fontos tervezési paraméter a felejtési tényez®. Ha λ értéke kicsi, a becslés gyorsan
követi a paraméter változásait (gyors a felejtés), de egyben érzékenyebb is lesz a zajra
és az esetleges modellezési hibákra. Mindennek az ellenkez®je igaz akkor, ha λ értéke
nagy (közel van 1-hez).
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7.4.3.2. Rekurzív gradiens módszer exponenciális felejtéssel

Itt csak az algoritmus végs® alakját adjuk meg, a jelölések azonosak a 7.3 fejezetben
használtakkal.

P (k) =
P (k − 1)

λ(k) + ψ̂T (k, θ̂)P (k − 1)ψ̂(k, θ̂)
(7.42)

θ̂(k) = θ̂(k − 1) + P (k)ψ̂(k, θ̂)ε̂(k, θ̂) (7.43)

ahol a felejtési tényez® (λ) szerepe megegyezik a 7.4.3.1 fejezetben leírtakkal.



8. fejezet

A paraméterbecslés gyakorlati

kivitelezése

A dinamikus modellek becsült paramétereinek jóságát, a paraméterbecslés "min®sé-
gét", de néha még magának a paraméterbecslésnek a sikerességét is alapvet®en befo-
lyásolja a mért adatok min®sége. A paraméterbecslés gyakorlati kivitelezésével kapcso-
latos ismeretek ebben a fejezetben kaptak helyet. Az itt tárgyalt módszerek egyszer¶ek
ugyan, de helyes alkalmazásuk igen gyakran meghatározza a paraméterbecslés sikerét
és min®ségét.

Foglalkozunk a mért adatok el®készítésével és el®sz¶résével, az adatok áttekintésével
és el®feldolgozásával, az adatok vizuálius áttekintésével és a kiugró értékek kezelésével.

Paraméterbecslési célra sok esetben nemcsak a rendelkezésünkre álló, "passzív"
körülmények között gy¶jtött adatokat használjuk fel, hanem mesterségesen állítunk
el® adatrekordokat speciálisan paraméterbecslési célra. Az ehhez a feladathoz alkal-
mazott módszereket és eljárásokat kísérlettervezésnek nevezzük. Röviden áttekintjük a
paraméterbecslési kísérletek tervezésének legfontosabb kérdéseit, a mintavételezési id®
megválasztását, a mintaelemszám megválasztását és az elegend® gerjesztés biztosítását,
valamint az alkalmazható tesztjeleket.

A fejezetben tárgyalt módszereknek és eljárásoknak a óriási szakirodaloma van, így
nem vállalkozhatunk a kérdéskör kimerít® és részletes ismertetésére, csupán a dinami-
kus rendszerek paramétereinek becslése szempontjából legfontosabb ismeretek vázlatos
áttekintésére.

8.1. A mért adatok el®készítése és el®sz¶rése

A mért adatok el®készítése és áttekintése az esetek túlnyomó többségében nehezen au-
tomatizálható, heurisztikus módszereket és eljárásokat tartalmaz, és igényli mind a
konkrét dinamikus rendszer, mind a paraméterbecslési technikák ismeretét.

A mért adatok el®készítése egy alapvet®en passzív folyamat, amely a mért ada-
tot paraméterbecslésre való alkalmasságának megállapítására irányul. A mért adatok
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el®készítésével és el®sz¶résével kapcsolatos általános szabály, hogy a nem megfelel® mi-
n®ség¶ adatsorozatot általában célszer¶bb eldobni, és megismételni a paraméterbecslésre
szánt adatok gy¶jtését javított körülmények között, mint a "javításukkal" kísérletezni.
Így a "sz¶rés" általában egy igen-nem típusú döntést foglal magában.

Ha valódi, a dinamikus rendszerr®l mért vagy gy¶jtött adataink vannak, akkor a
paraméterbecslés el®tt értékelnünk kell az adatok min®ségét és magbízhatóságát. Az
¶gynevezett adat áttekintési módszerek használatosak erre a célra, azaz hogy értékeljük
a

D[1, k] = { d(1), d(2), . . . , d(k) } (8.1)

mért adat rekord, ahol d(i) ∈ Rν , i = 1, . . . , k jelöli a vektor érték¶ egymás utáni
i = 1, . . . , k id®pontokban mért adatokat, min®ségét és megbízhatóságát.

Az "áttekintés" szó arra utal, hogy ezeknek az adatel®készítési módszereknek annyi-
ra egyszer¶eknek és hatékonyaknak kell lenniük, amennyire ez csak lehetséges.

A mért adatok áttekintése során olyan "elváltozásokra", azaz jellemz®kre �gyelünk,
amelyek a paraméterbecslés min®ségét a legnagyobb mértékben befolyásolják:

� trendek,

� kiugró értékek.

8.1.1. Az adatok vizuálius áttekintése

A mért adatok áttekintésének legegyszer¶bb és mégis igen hatékony módja az adatok
vizuális (emberi szem által történ®) megtekintése. Ez úgy történik, hogy a mért adat-
rekord felhasználásával különböz® gra�konokat készítünk. Ábrázoljuk a mért adatokat

1. a mérési id® függvényében (id®sorozatok),

2. egymás függvényében.

Vektorérték¶ mért adatsorozatoknál a mérési id® függvényében felvett gra�konon
egyszerre több elem id®beli viselkedését is nyomonkövethetjük (például különböz® szí-
nek vagy vonaltípusok alkalmazásával).

Az adatok vizuális áttekintése általában a mérési adatok áttekintésének els® lépése.
Ennek segítségével gyorsan felfedezhet®k és kisz¶rhet®k a nyilvánvalóan hibás "abnor-
mális" adatok, amelyek nem követik a megszokott viselkedést illetve adat-mintákat.

8.1.2. Trend�gyelés, állandósult állapot �gyelése

A dinamikus modellek paramétereinek becslése esetén az esetek dönt® többségében li-
neáris, állandó paraméter¶ (id®invariáns) modellekkel dolgozunk, hiszen a paraméter-
becslési módszerek csak ezen esetre állnak rendelkezésünkre. Ilyen modelleket valódi
nemlineáris és/vagy nem állandó paraméter¶ dinamikus rendszerek rendszerek esetén
csak állandósult állapotok körüli linearizálással kaphatunk (lásd a 6.3 pontot). Ez tük-
röz®dik abban is, hogy a lineáris ind®invariáns sztochasztikus SISO rendszerek (1.43)
ARMAX modellje formailag homogén, azaz nem tartalmaz konstans tagot.
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Így a paraméterbecslés el®tt ellen®riznünk kell, hogy az adatok valóban egy állandó-
sult körüli kismérték¶ változásoknak felelnek meg. Ez annyit jelent, hogy az adatokban
nem lehetnek hosszú idej¶ változásoknak megfelelel® úgynevezett trend-ek, sem lassú
zavarások hatásaira utaló változások.

A trendek detektálása és esetleges kisz¶rése ilymódon az egyik legfontosabb adat-
el®készít® m¶velet, ugyanakkor egy egyszer¶ és mégis hatékony rendszer diagnosztikai
eszköz.

A mért adatokban meg�gyelhet® trendeknek az alábbi leggyakoribb okai lehetnek:

1. mér®m¶szerek meghibásodása, amelyet igen lassú, egyirányú változás, úgyneve-
zett "drift" jelezhet,

2. lassú, nem modellezett folyamat (például vízkövesedés, öregedés stb.), amely szin-
tén leggyakrabban "drift" formájában látható,

3. lassú általában periodikus zavarás szezonális, heti vagy napi rendszeres ingado-
zás (pl. h®mérsékletingadozás, m¶szakváltás hatása, hétvége, éjszakai m¶szak
mássága) következtében.

A legegyszer¶bb módon úgy vehetjük észre a mért adatokban jelenlév® trendet,
hogy egy egyenest illesztünk a mért adatokra, és megnézzük, hogy az egyenes me-
redeksége nulla-e. Ha a mérési hibák egymástól függetlenek és normális eloszlásúak,
akkor standard hipotézisvizsgálati módszerekkel egzakt módon is ellen®rizhetjük azt a
hipotézisünket, hogy a becsült meredekség nulla.

Ha az adatmintában nincs trend, akkor célszer¶ megbecsülni a D[1, k] = Dk minta
konstans d várható értékét a

d =
1

k

k∑
i=1

d(i) (8.2)

mintaátlaggal.

8.1.3. Szórás és korrelációk

A mért adatok szórása és az adatok egymás közötti összefüggéseit jelz® korrelációk
szintén fontosak a paraméterbecslés szempontjából. A szórások és korrelációk becslé-
sének el®készít® lépéseként meg kell vizsgálni, hogy van-e trend az adatokban (lásd az
el®z® pontot), és csak trend nélküli adatmintákon szabad számolni.

A korrelációk a kovarianciák "normalizált" fajtái. A mért D[1, k] = Dk mintabe-
li két di(r) és dj(s) adatelem (mint skalárérték¶ valószín¶ségi változó) korrelációját a
(1.13) kovariancia normalizálásával a következ®képpen de�niáljuk

ρ{di(r), dj(s)} =
E{(di(r)− E{di(r)})(dj(s)− E{dj(s)})}√

σ2{di(r)}σ2{dj(s)}
(8.3)

ahol σ2{di(r)} és σ2{dj(s)} a két adatelem szórásnégyzete. Könnyen belátható, hogy
a korreláció vagy korrelációs együttható abszolút értéke nulla és egy közé esik, azaz

0 ≤ ρ{di(k), dj(s)} ≤ 1
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Célszer¶ az adatel®készítés során egy di(r), r = 1, ..., k adatfajta önmagával külön-
böz® id®pillanatokban vett úgynevezett autokorrelációs függvényét, valamint minden
lehetséges adatfajta páronként (minden i, j párra) és minden lehetséges id®különbségre
(minden r, s párra) vett korrelációinak becslését kiszámítani. A becslést úgy végezhet-
jük, hogy a (8.3) egyenletben az E várható érték operátor minden el®fordulása helyett
mintaközéppel (lásd (8.2) egyenlet)

A korrelációs együtthatók elemzésével az alábbi következtetések vonhatóak le.

1. Nagy korrelációs együttható deteminisztikus kapcsolatra utal az érintett változók
között.

2. Ha egy adatfajta autokorrelációs függvéye minden (r − s) id®különbségre közel
nulla, kivéve az (r − s) = 0 esetet, ahol de�níció szerint közel egynek kell lennie,
akkor az az adatfajta közelít®leg fehérzaj folyamatnak tekinthet®.

8.1.4. Kiugró értékek

A kiugró értékek fogalmát nehéz matematikai értelemben pontosan de�niálni, hiszen
egy normális eloszlású valószín¶ségi változóból vett minták nem nulla (igen kis) va-
lószín¶séggel elven bármilyen nagy és bármilyen kicsi értéket felvehetnek. Ezért gya-
korlati szempontból kiugró értéknek tekinthetünk egy mért adatot, ha annak relatíve
nagysága, azaz ||d(i)− d|| a mintaközepet d-vel jelölve és az eltérést egy alkalmas ||.||
vektornormában mérve, sokkal nagyobb, mint a mérési hibák szórása.

A nyilvánvaló kiugró értékek az adatok egyszer¶ vizuális áttekintésével is
meghatározhatóak. Léteznek bonyolultabb, matametikai statisztikai módszereken ala-
puló kiugró érték vizsgáló módszerek is, amelyek alapja a mintaelemek normalitásvizs-
gálata χ2 próbával, természetesen normális eloszlású mérési hibákat feltételezve.

8.2. Kísérlettervezés

A matematikai statisztikában használatos kísérlettervezés célja, hogy a mérési ponto-
kat, azaz a minta elemeit úgy válasszuk meg, hogy a becsült paraméterek statisztikai
tulajdonságai el®nyösek legyenek: adott mérési hiba nagyság esetén például a lehet®
legkisebb szórásúak és korrelálatlanok legyenek a becsült értékek. A paraméterbecslési
célú kísérletek tervezése dinamikus rendszerek esetében a fenti feladatkit¶zésnél lénye-
gesen bonyolultabb, hiszen még nyílt hurkú (visszacsatolást nem tartalmazó) rend-
szerek esetében is csupán a rendszer bemenetei választhatóak tetszés szerint, az erre
adott rendszerválaszt, azaz a kimeneteket a rendszer általunk nem ismert dinamikája
határozza meg.

Ez azt jelenti, hogy a d(i), i = 1, . . . , k mért érték vektorok elemei szétválasztha-
tóak két részre: a bemeneteket és a kimeneteket leíró részre, azaz

D[1, k] = { d(i) | d(i) = [y(i)T u(i)T ]T , i = 1, · · · , k } (8.4)

ahol d(i) ∈ Rν az i id®pillanatban mért érték vektort, y(i) ∈ Rm a kimenet, és u(i) ∈ Rr

a bemenet vektort jelöli úgy, hogy ν = m+ r.
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Dinamikus rendszerek paramétereinek becslésénél a kísérletek tervezésénél az alábbi
néhány legfontosabb szempontra kell �gyelmet fordítani:

1. a mintavételezési id® megválasztása,

2. a mintaelemszám megválasztása,

3. elegend® gerjesztés biztosítása.

A következ®kben ezeket a szempontokat vesszük kissé tüzetesebben szemügyre.

8.2.1. A mintavételezési id® megválasztása

A dinamikus rendszerek egy jelent®s, túlnyomónak is mondható része folytonos idej¶, a
paraméterbecslést viszont majdnem kizárólag diszkrét rendszermodellek használatával
végezzük. A folytonos jelek és rendszerek megfelel® mintavételezése, és mintavételezési
idejének megfelel® megválasztása ezért kulcsfontosságú a parméterbecslés sikeressége
érdekében. A mintavételezési id®t a rendszer dinamikájához és a mért minta szükséges
hosszához igazodva választjuk meg.

A mintavételezési id® megválasztása szoros kapcsolatban van a mérési pontok szá-
mának, azaz a minta hosszának megválasztásával. Arra törekszünk, hogy elegend®en
gyors mintavételezést biztosítsunk elegend®en hosszú ideig.

Ezen túlmen®en azt szeretnénk, ha a rendszer valamennyi jellegzetes és modellezni
kívánt id®állandójára (valamennyi pólusának megfelel® karakterisztikus idejére) tartal-
mazna információt a mért minta, még a leggyorsabbra és a leglassabbra is. Ezért a
mintavételezési id®t ¶gy célszer¶ megválasztani, hogy az a leggyorsabb (legkisebb) karak-
terisztikus id®nek legalább az egynegyede, a mérési id® hosszát, azaz a mintaelemszám
és a mintavételezési id® szorzatát pedig úgy, hogy az a leglassúbb id®állandójának leg-
alább a négyszerese legyen.

8.2.2. A mintaelemszám megválasztása

A paraméterbecsléshez szükséges mérések száma függ az egy mérési sorozatban (min-
tában) lév® mérések kP számától és attól, hogy az adott teszt input-sorozatot hányszor
ismételjük meg (kR). Ha megismételjük a teszt input-sorozatot, akkor jobb becslésünk
lesz a mérési hibák szórásáról, amely igen hasznos lehet, ha a becsült paraméterek
jóságát szeretnénk megítélni.

A mintaelemek számát alapvet®en a rendszer rendje, azaz állapotváltozóinak száma,
és a becsülend® paraméterek száma határozza meg. Általánosságban azt mondhatjuk,
hogy a mintaelemek számának sokkal nagyobbnak kell lennie, mint a rendszer rendje
és a becsülni kívánt paraméterek száma.
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8.2.3. Elegend® gerjesztés biztosítása, tesztjelek

Ha egy dinamikus rendszer paramétereit becsülni szeretnénk, akkor a rendszer dina-
mikáját "elegend®en" gerjeszteni kell. Bár zavarások és egyéb zajforrások valamennyi
valódi rendszerben jelen vannak, ezek változása általában nem elegend® arra, hogy
egy megfelel® "jel/zaj viszonyt" alakítsanak ki paraméterbecslési célra. Ezért majd-
nem minden esetben valamilyen alkalmas tesztjel-sorozatot adunk additiven a rendszer
"szokásos" bemenetéhez, hogy a kell® és elegend® gerjesztést biztosítsuk.

A 3.3 pontban már szó volt az elegend®en gerjeszt® bemenet alkalmazásának szüksé-
gességér®l és arról, hogy ennek hiánya okozhatja azt, hogy a becsült értékek nem lesznek
még aszimptotikusan sem torzítatlanok. Az "elegend® gerjesztés" szükséges feltétele-
ként pedig azt követeltük meg, hogy a bemenetek legyenek függetlenek a rendszert ért
egyéb zajoktól és zavarásoktól, valamint, hogy önmagában a bemenet fehérzaj, vagy
legalább közelít®leg fehérzaj legyen.

A fenti követelményeknek megfelel®, ám egyszer¶ tesztjel a paraméterbecslési célra
leggyakrabban alkalmazott PRBS vizsgálójel, angolul Pseudo-Random Binary Sequen-
ce A PRBS vizsgálójel megfelel® gerjesztést biztosít, de viszonylag hosszú kísérleti id®t
(sok mintavételi pontot) igényel és nem zavarja meg a rendszer normális m¶ködését
túlságosan.

A PRBS vizsgálójel csak két különböz®, általunk el®re meghatározott értéket ve-
het fel, amelyek között véletlenszer¶en megválasztott id®pillanatokban ugrál, azaz az
ugrások közti id®tartam véletlen változó.

A PRBS vizsgálójelet paraméterbecslési célra egy adott rendszerhez úgy kell meg-
választani, hogy

� az alap ugrási inervallum és a mintavételezési id® a becsülni kívánt rendszermo-
dell legkisebb id®állandójának egyötöde legyen,

� a mintaelemek száma, azaz a PRBS sorozat hossza körólbelól a legnagyobb id®-
állandó ötszöröse legyen.



9. fejezet

Gyakorlat anyaga, példatár

9.1. A legkisebb négyzetek módszere

9.1.1. ARX modellstruktúra paramétereinek legkisebb négyze-
tes becslése

Feladat: Tekintsük a következ® ARX modell-struktúrát:

A∗(q−1)y(k) = B∗(q−1)u(k) + e(k) (9.1)

amely a következ®képpen is felírható:

y(k) + a1y(k − 1) + · · ·+ anay(k − na) = b1u(k − 1) + · · ·+ bnbu(k − nb) + e(k) (9.2)

Írjunk olyan MATLAB-függvényt, amely elvégzi a θ = [a1 . . . ana b1 . . . bnb ]
T paraméter-

vektor legkisebb négyzetes becslését, ha adottak a rendszer mért bemeneti és kimeneti
vektorai (u és y), valamint a modell rendjét megadó na és nb pozitív egész számok.
Megoldás: A regressziós prediktív modell alakja a következ®:

ŷ(k|θ) = θTϕ(k) (9.3)

ahol

ϕ(k) = [−y(k − 1) · · · − y(k − na) u(k − 1) . . . u(k − nb)] (9.4)

A fentiek alapján egy lehetséges megoldás a következ®:

1 function theta = ls_arx(y, u, na, nb)

2 N = size(y, 1) - na;

3 y_hat = y(na + (1:N));

4 phi = zeros(na + nb, N);

5
6 for i = 1:na

7 phi(i, :) = -y(na - i + (1:N));

8 end

71
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9
10 for i = 1:nb

11 phi(na + i, :) = u(nb - i + (1:N));

12 end

13
14 tmp1 = zeros(na + nb);

15 tmp2 = zeros(na + nb, 1);

16 for k = 1:N

17 tmp1 = tmp1 + phi(:, k) * phi(:, k)' / N;

18 tmp2 = tmp2 + phi(:, k) * y_hat(k) / N;

19 end

20
21 theta = tmp1 \ tmp2;

22 end

9.1.2. Állapotváltozóiban nemlineáris rendszer paramétereinek
legkisebb négyzetes becslése

Feladat: Adott egy két egymáshoz kapcsolt tartályból álló �zikai rendszer (ld. a 9.1.
ábrát), amelynek folytonos idej¶ modellje a következ®:

dh1(t)

dt
=
vbe(t)

A1

− Acs1
A1

√
2gh1(t) (9.5)

dh2(t)

dt
=
Acs1
A2

√
2gh1(t)− Acs2

A2

√
2gh2(t) (9.6)

ahol a paraméterek és változók jelentése:

� A1, A2: az 1. és a 2. tartály alapterülete [m2]

� Acs1, Acs2: Az 1. és 2. tartály kifolyócsövének keresztmetszete [m2]

� g: gravitációs gyorsulás
[m
s2

]
� vbe: az els® tartályba felülr®l beöml® folyadék térfogatárama

[
m3

s

]
� h1, h2: az els® és a második tartály folyadékszintje [m]

Írjunk olyan MATLAB eljárást, amely a rendelkezésre álló vizszintmérésekb®l legkisebb
négyzetes becslést ad a két tartály kifolyócsöveinek keresztmetszetére. Pontosabban:
ismert A1, A2 és g, h1-et és h2-t mérjük (a mintavételi id®t jelöljük ts-sel), adjunk
becslést Acs1-re és Acs2-re.

Megoldás: A modellegyenletekb®l látható, hogy a feladat megoldásához elegen-
d® csak a (9.6) egyenletet használni, hiszen abban a paramétervektor mindkét eleme
megtalálható. Mivel a mérési adatok diszkrét id®ben állnak rendelkezésünkre, át kell
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v
be

h
1

h
2

A
1

A
2

v
1

v
2

A
cs1

A
cs2

9.1. ábra. 2 tankból álló rendszer sematikus ábrája

konvertálnunk a folytonos idej¶ modell 2. egyenletét diszkrét id®be. Erre a legegysze-
r¶bb lehet®ség az Euler-approximáció, amivel a következ® (regressziós) modellt kapjuk:

h2(k + 1)− h2(k)

ts
=
Acs1
A2

√
2gh1(k)− Acs2

A2

√
2gh2(k) (9.7)

Végül következzen a paraméterbecslést elvégz® Matlab-eljárás programkódja.

1 function theta = t2_est(h1 , h2, A2, ts)

2 g = 10;

3 N = size(h1 , 1) - 1;

4
5 y = (h2(1 + (1:N)) - h2(1:N)) / ts;

6 phi = [ sqrt(2 * g * h1(1:N)') / A2;

7 -sqrt(2 * g * h2(1:N)') / A2];

8
9 tmp1 = zeros (2);

10 tmp2 = zeros(2, 1);

11 for k = 1:N

12 tmp1 = tmp1 + phi(:, k) * phi(:, k)' / N;

13 tmp2 = tmp2 + phi(:, k) * y(k) / N;

14 end

15 theta = tmp1 \ tmp2;

16 end
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9.1.3. Paraméterében nemlineáris modell identi�kációja nume-
rikus módszerek segítségével

Ez a modell konnyen transzformalhato linearissa b =
1

exp(a)
transzformacioval Fel-

adat: Tekintsük a következ® di�erenciaegyenlettel leírt diszkrét idej¶ rendszert:

y(k + 1) =
1

exp(a)
y(k) + 5u(k) + e(k) (9.8)

Ha adottak az y és u mérési adatok, adjunk becslést a értékére.

Megoldás Látható, hogy (9.8) az a-val jelölt paraméter nemlineáris függvénye. A
kvadratikus kritériumfgügvény minimalizálására két módszer kínálkozik:

� Minimalizálás valamilyen numerikus módszer segítségével

� A kritériumfüggvény deriváltjának megoldása 0-ra szintén valamilyen alkalmasan
kiválasztott numerikus algoritmussal.

Nézzük meg a fenti két lehet®ség MATLAB-os implementációját.
A kvadratikus kritériumfüggvény például a következ® MATLAB függvény segítsé-

gével értékelhet® ki:

1 function V = quad_crit(y, u, a)

2 N = size(y, 1) - 1;

3 V = 0;

4 for k = 1:N

5 V = V + 0.5 / N * (y(k + 1) - exp(-a) * y(k) - 5 *

u(k))^2;

6 end

7 end

A függvény minimalizálása történhet a következ® parancssorral:

1 a = fminsearch (@(a) quad_crit(y, u, a), a0);

ahol a0 a numerikus eljárásnak megadott kezd®érték.
Ha a kritériumfüggvény deriváltját szeretnénk megoldani 0-ra, akkor a derivált ki-

értékelését a következ®képpen oldhatjuk meg:

1 function dV = quad_der(y, u, a)

2 N = size(y, 1) - 1;

3 dV = 0;

4 for k = 1:N

5 dV = dV + (y(k + 1) - exp(-a) * y(k) - 5 * u(k)) *

...

6 y(k) * exp(-a) / N;

7 end

8 end
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Amit a következ® parancssorral oldhatunk meg 0-ra:

1 a = fsolve (@(a) quad_crit(y, u, a), a0);

ahol a0 a numerikus egyenletmegoldó eljárás kezd®értéke.

9.2. Rekurzív paraméterbecsl® eljárások

9.2.1. A rekurzív gradiens módszer alkalmazása id®ben állandó
paraméter becsléséhez

Ez a modell konnyen transzformalhato linearissa b = ln(a) transzformacioval Feladat:
Adott a következ® diszkrét idej¶ rendszer:

y(k + 1) = ln(a)y(k) + u(k) + e(k) (9.9)

ahol u-t és y-t mérjük (mérési hibával), és az a paraméter értékét szeretnénk megha-
tározni. Írjunk olyan Matlab-függvényt, amely rekurzív gradiens módszerrel végzi el a
becslést.

Megoldás: A predikciós hiba közelítése:

ε̂(k, θ̂) = y(k + 1)− ln(â(k − 1))y(k)− u(k) (9.10)

A predikciós hiba negatív gradiense a paraméterre nézve:

ψ̂(k, θ̂) =
1

â(k − 1)
y(k) (9.11)

A rekurzív gradiens módszert megvalósító Matlab-függvény ennek alapján a következ®:

1 function a_est = rec_grad(y, u, P0, a0)

2 N = size(y, 1) - 1;

3
4 a_est = zeros(N + 1, 1);

5 a_est (1) = a0;

6 P = P0;

7
8 for k = 1:N

9 epsilon = y(k + 1) - u(k) - log(a_est(k)) * y(k);

10 psi = (1 / a_est(k)) * y(k);

11 P = P / (1 + psi^2 * P);

12 a_est(k + 1) = a_est(k) + P * psi * epsilon;

13
14 %nehogy negativ szamnak vegyuk a logaritmusat

15 if a_est(k + 1) <= 0

16 a_est(k + 1) = 0.5;

17 end

18 end

19 end



9. FEJEZET. GYAKORLAT ANYAGA, PÉLDATÁR 76

A függvény tárolja az összes diszkrét id®pillanathoz tartozó becsült paraméterérté-
ket, így vizsgálható a valódi értékhez való konvergencia.


